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Nagra ord pa vagen

Detta kompendium &r skrivet for att anvandas som kurslitteratur till STOCK-
HOLMS MATEMATISKA CIRKEL under lasaret 2021-2022 och bestar av atta
kapitel.

Kompendiet ar inte tédnkt att lidsas enbart pa egen hand, utan ska ses som
ett skriftligt komplement till undervisningen. Alla elever rekommenderas att
ldsa igenom varje kapitel sjalv innan forelasningen. Det ar inte nodvandigt att
forsta alla detaljer vid den férsta genomlésningen.

Som de flesta matematiska skrifter pa hogre niva ar kompendiet kompakt skri-
vet. Detta innebéar att man i allménhet inte kan ldsa det som en vanlig bok.
Istéllet bor man prova nya satser och definitioner genom att pa egen hand
exemplifiera. Darmed uppnér man oftast en mycket béttre forstaelse av vad
dessa satser och deras bevis gar ut pa.

Till varje kapitel finns ett antal 6vningsuppgifter. De udda 6vningarna har 16s-
ningar ldngst bak i kompendiet. Syftet med dessa &r att eleverna ska kunna
16sa. dem och pa egen hand kontrollera att de forstatt materialet. Ovningar
med jimna nummer saknar facit och kan anvindas som examination. Det re-
kommenderas dock att man forsoker 16sa dessa uppgifter &ven om man inte
examineras pa dem.

Om man kor fast kan man alltid fraga en kompis, en larare pa sin skola eller
nagon av forfattarna. Under arets gang kommer det att finnas 6vningstillfallen
dér eleverna kan jobba med uppgifterna, sjélva eller i grupp, och fa hjilp av
0Ss.

De 6vningsuppgifter som dr nagot svarare markeras med en stjarna (). Upp-
gifter som &r extra utmanande markeras med tva stjarnor (%x).

Vissa 6vningar kan ha flera 16sningar och det som star i facit bor i detta fall
endast ses som ett forslag.

Malet med arets kurs &r att introducera den 6vergripande idén om hur neurala
nétverk fungerar. Vi gor detta genom att férst studera de grundlaggande prin-
ciperna i matematik i Kapitel 1. I Kapitel 2 studerar vi Euklidiska rum s& att
vi battre forstar de underliggande méngderna i matematisk analys. Kapitel 3
gar igenom grunderna i optimering, vilket kommer att anvéndas vid traning av
neurala néatverk, och Kapitel 4 och 5 behandlar sannolikhetsteori, vilket &r ett
viktigt &mne inom maskininldrning eftersom vi arbetar med slumpmaéssighet
och vill kunna forutse nya utfall. I Kapitel 6 studerar vi ett neuralt natverk for
att klassificera handskrivna siffror i syfte att forsta alla delar av det neurala
natverket. Slutligen sa bygger vi i Kapitel 7 och 8 ett neuralt natverk for att
approximera en kvadratisk funktion med hjélp av alla verktyg vi har lart oss
under kursen.

vi



Nagra ord om cirkeln

STOCKHOLMS MATEMATISKA CIRKEL dr en kurs for matematikintresserade
gymnasieelever, som arrangeras av Kungliga Tekniska hogskolan och Stock-
holms universitet. Cirkeln startade 1999. Vid starten hade den namnet KTH:s
MATEMATISKA CIRKEL och holls i KTH:s ensamma regi. Ambitionen med cir-
keln &r att sprida kunskap om matematiken och dess anvindningsomréden
utover vad eleverna far genom gymnasiekurser, och att etablera ett ndrmare
samarbete mellan gymnasieskolan och hégskolan. Cirkeln ska sérskilt stimulera
elevernas matematikintresse och inspirera dem till fortsatta naturvetenskapliga
och matematiska studier.

Till varje kurs skrivs ett kompendium som distribueras gratis till eleverna.
Detta material, forelasningsschema och 6vrig information om STOCKHOLMS
MATEMATISKA CIRKEL finns tillgingligt pa

www.math-stockholm.se/cirkel

Cirkeln godkinns ofta som en gymnasiekurs eller som matematisk breddning
pa gymnasieskolorna. Det &r upp till varje skola att godkénna cirkeln som en
kurs och det ar lararna fran varje skola som sétter betyg pa kursen. Lararna ar
sjalvklart ocksa valkomna till cirkeln och manga har kommit 6verens med sin
egen skola om att fa cirkeln godkénd som fortbildning eller som undervisning,.

Vi vill gdrna understryka att foreldsningarna ar 6ppna for alla gymnasieelever,
larare eller andra matematikintresserade.

Vi har avsiktligt valt materialet for att ge eleverna en inblick i matematisk
teori och tankesétt och presenterar darfér bade nagra huvudsatser inom varje
omrade och bevisen for dessa resultat. Vi har ocksa som malséttning att bevisa
alla satser som anvdnds om de inte kan forutséttas bekanta av elever fran
gymnasiet.

Forfattarna, sommaren 2021
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1 Matematik

Temat for arets matematiska cirkel &r maskininlarning och Al

Kursen bestar mestadels av teori, men i slutet av kursen kommer vi fokusera
pa hur man kan tillampa teorin i praktiken. Detta kommer involvera program-
mering i Python.

Detta kapital ar en introduktion i den matematiska metoden och ett antal
grundbegrepp som vi kommer anvinda oss av i kursen.

1.1 Definition, axiom, sats och bevis

I detta avsnitt ska vi beskriva den matematiska metoden utifran fyra begrepp:
definition, sats, bevis och azxiom.

En definition bestammer vad en term betyder s att man kan arbeta matema-
tiskt med den. Till exempel kan vi definiera udda och jamna tal péa féljande
satt.

Definition 1.1.1. Ett heltal n dr udda om det finns ett heltal £ som uppfyller
att n =2k + 1. A

Definition 1.1.2. Ett heltal n ar jimnt om det finns ett heltal & som uppfyller
att n = 2k. A

Ofta har man en intuition om vad en term betyder redan innan man definierar
den. Léasaren hade till exempel sékert en uppfattning om vad udda och jamna
tal 4r innan vi definierade. Syftet med en definition &r att precisera detta.

Nér definitionen &r gjord, s& Gverger man sina tidigare uppfattningar om vad
termen betyder och utgar endast ifran definitionen. Man séger att definitionen
ar stipulativ. En definition ar alltsé inte ratt eller fel, utan bara mer eller mindre
anvandbar och intuitiv.

Definitioner bygger ofta pa begrepp som lasaren ér bekant med. Till exempel
utgar Definition 1.1.1 och 1.1.2 fran att l&dsaren redan vet vad ett heltal &r.

En sats ar ett pastaende som bevisats vara sant. Varje sats hor samman med
ett bevis: ett argument for att pastdendet dr sant.

Sats 1.1.3. Om n dr udda, sd dr n+ 1 jimnt.

Bevis. Om n &ar udda sa finns det ett heltal k sa att n = 2k + 1. Da géller att
n+1=2k+1+1=2k+2=2(k+1).

Eftersom k + 1 ar ett heltal, s& ar n + 1 ett jamnt tal. O

Bevisen kombinerar definitioner och olika logiska slutledningsregler fér att na
den 6nskade slutsatsen. Sats 1.1.3 har en syskonsats. Beviset dr mer eller mind-
re identiskt, och lamnas som 6vning.

Sats 1.1.4. Om n ar jamnt, sa dr n+ 1 udda.



En sats vars framsta syfte ar att anvandas i beviset av en annan sats kallas for
en hjdlpsats eller ett lemma. En sats som f6ljer omedelbart ur en annan sats,
till exempel som ett specialfall, kallas for en foljdsats eller ett korollarium.

Ett pastdende maste vara bevisat for att fa kallas for en sats. Om man har
goda skil att tro att ett pastaende &r sant men inte formellt bevisat det kallas
pastaendet for en formodan, eller hypotes. Tva exempel ar Riemannhypotesen
och primtalstvillingsférmodan.

En formodan kan forbli obevisad i hundratals ar. Ett beromt exempel ar Fer-
mats sista sats, som formulerade av Pierre de Fermat (1607-1665) ar 1637
men bevisades forst av Andrew Wiles ar 1995. Riemannhypotesen, som d&nnu
dr obevisad, formulerades 1859 av Bernard Riemann (1826-1866.)

Eftersom bevisen utgéar ifran definitionen, och inte var intuition, sd behdver
man ibland bevisa saker som kénns uppenbara. Lasaren vet till exempel att

(i) alla tal antingen ar udda eller jamna, och

(ii) ett tal kan inte vara udda och jaimnt samtidigt.

Men om man laser Definition 1.1.1 och 1.1.2 s& &ar detta inte sjalvklart. Kan
man inte tdnka sig tal som varken &r udda eller jamnt? Eller tal som &r bada?

Bevis bygger pa antaganden. Dessa antaganden maste dock bevisas innan de
kan anses giltiga. Men dessa bevis méste ocksé bygga pa antaganden, som
ocksa maéste bevisas, och sa vidare.

For att undvika en odndlig kedja av bevis, eller ett cirkuldrt bevis (ett bevis som
anvéander sig av det man forsoker bevisa) s méaste man gora grundantaganden
som inte behdver bevisa. Dessa kallas for aziom.

1.2 Mangder

En mdngd ar en samling objekt. Man kan samla néstan vad man vill i en
méngd: tal, katter, och andra méngder.! Det viktiga #r att man alltid kan av-
gora ifall ett objekt tillhér méngden eller inte. De objekt som ligger i méngden
kallas for element.

Det lattaste séttet att beskriva en méngd &r att rdkna upp element som ingar
i den. For att markera att objekten ligger i en méangd, s& omger man listan
med mdangdklamrar { och }. Méngden som innehaller 1, 2 och 3 skrivs alltsa
som

{1,2,3}.

Tva méngder &r lika om de innehaller samma element, vilket skrivs A = B. Det
spelar ingen roll i vilken ordning som man skriver elementen eller hur ménga
ganger de listas. Darfor giller att

{1,1,2,3} = {1,2,3} = {2,3,1}.

Vi skriver ndstan av en anledning. Det finns samlingar av objekt som kan beskrivas men
som inte utgdr en méngd. Detta kallas Russells paradoz, efter Bertrand Russell (1872-1970).
Russells exempel ar samlingen av alla méangder som inte innehaller sig sjélva.



Om ett element z tillhor en méngd A kan man skriva x € A, vilket uttalas
som z tillhér A. Om z inte tillhor A skriver man = ¢ A. Méngden som inte
innehaller nagra element alls kallas den tomma mdngden, och betecknas med

Q.

En méangd kan innehalla andra méangder som element. Mangden

A= {{17 2}73}

har tva element: méngden {1,2} och talet 3. Mangden {1,2} innehaller i sin
tur elementen 1 och 2. Daremot innehaller A varken 1 eller 2.

Att méngder kan innehalla andra méngder kan ha paradoxala konsekvenser.
Till exempel kan vi ldgga den tomma méngden i en méngd, och bilda médngden
av den tomma mangden.

A={0} ={{}}

Méngden A innehaller ett element, den tomma méingden, och ar darfér inte
tom. Méangden av den tomma méngden ar alltsd inte lika med den tomma
méangden.

Detta verkar motsédgelsefullt. Den tomma méngden dr ju tom, s& méngden av
den tomma méangden borde ju ocksa vara tom? Tricket ar att skilja p4 médngden
och elementen i méngden. Den tomma méangden ar ju ett element i sig, &dven
om den inte innehaller nagra element, precis som att 0 ar ett tal, trots att
representerar ett antal som inte finns.

Det finns ingen begrénsning pa hur stor en méngd kan vara, och de flesta
méngder man studerar innehaller oéndligt manga element. Dessa méngder kan
naturligtvis inte skrivas ut som en lista. Istdllet beskriver man dem med mdngd-
byggaren, som har foljande allménna form.

{z | villkor pa =z}

Den héar méngden bestar av alla element som uppfyller villkoret. Ett exempel
ar méangden
{n|n arjamnt} ={...,—4,-2,0,2,4,...}

som innehéller alla jdmna tal.

En méngd B ar en delmdngd av en mangd A om alla element i B ar ett element
i A. Man skriver detta som B C A. Till exempel s ar {1,2} en delméngd av
{1,2,3}, eftersom 1 och 2 &r element i bada méngderna. Om tva méngder &r
delméangder av varandra sa ar de lika.

En méngd har alltid minst tva delméangder: sig sjalv och den tomma mangden.
En delméngd B av A &r dkta om B varken ar den tomma méngden eller A.

Det ar latt att blanda ihop element och delméngder. Det beror pa att méng-
der kan innehalla andra méangder, sa att en delmédngd av en méangd kan vara
ett element i méngden. Méngden A = {O@} ar ett bra exempel. Den tomma
méangden ar bade ett element i och en delméngd av A.

I méngden A = {1,2,{1,2}} &r {1,2} bade en delméngd och ett element.
Daremot s& ar {1} enbart en delméngd av A, medan 1 enbart &r ett element.



For att illustrera mangder anvander man Venndiagram, efter matematikern
John Venn (1834-1923). Dér representeras méngder som enkla former, oftast
cirklar, och formernas forhallanden till varandra motsvarar mangdernas. Till
exempel kan man illustrera att B dr en delméngd av A genom att rita dem
som tva cirklar, dar B ligger inuti A.

A

Figur 1.1: Venndiagram fér B C A.

Ur gamla méangder kan vi skapa nya genom de sa kallade mangdoperationerna.

(i) Unionen av méngderna A och B dr méngden som bestar av alla element
som ligger i A eller i B. Den betecknas med A U B och definieras som

AUB ={z |z € Aeller x € B}.

Ett exempel ar {1,2,3} U{2,3,4} ={1,2,3,4}.

AUB
Figur 1.2: Venndiagram for AU B.
(ii) Snittet av méngderna A och B &r méngden som bestar av alla element
som ligger i A och i B. Den betecknas med A N B och definieras som
ANB={x|z € Aochxz € B}.

Ett exempel ar {1,2,3} N{2,3,4} = {2,3}.

ANB

Figur 1.3: Venndiagram for AN B.

(iii) Differensen av en méngd A och B &r méngden som bestéar av alla element
som ligger i A men inte i B. Den betecknas med A \ B och definieras
som

A\B={z |z € Aochx ¢ B}.



Ett exempel ar {1,2,3}\ {2,3,4} = {1}.

A\ B

Figur 1.4: Venndiagram for A\ B.

Notera att A\ B inte ar lika med B\ A, exempelvis géller {2,3,4} \
{1,2,3} = {4}.

Tva méngder A och B ar disjunkta om de inte har nagra gemensamma element,
det vill siga om AN B = Q.

Om alla upptradande méngder ar delmingder av en viss mer eller mindre
underforstadd grundméngd M talar man ofta om M \ A som komplementet
till A (med avseende pa M). Vi kommer att beteckna komplementet till A med
A°.

Om vi till exempel pratar om méngder av heltal, och vi till exempel betraktar

méngden A = {1,2,3}, s& avser komplementet till A mingden av alla heltal
forutom 1,2 och 3.

De olika talsystemen kan ses som méngder av tal, och har fatt egna beteck-
ningar. De naturliga talen betecknas med N och bestar av talen 0, 1, 2, 3, och
s& vidare.?

Naturliga tal kan adderas och multipliceras utan problem. Resultatet ar alltid
ett nytt naturligt tal. For att subtrahera behover vi inféra de negativa talen
—1, —2, och sa vidare. De naturliga talen tillsammans med de negativa talen
kallas for heltalen, och betecknas med Z (av tyskans Zahl = tal).

Heltal kan adderas, subtraheras och multipliceras. Man kan déaremot inte di-
videra dem med varandra. For detta krédvs rationella tal. De definieras som
alla kvoter a/b, dér a och b &r heltal och b &r skilt fran 0. Mangden av alla
rationella tal betecknas med Q.

6 -4 -2 0 2 4

\l

Figur 1.5: Tallinjen runt 0.

De rationella talen ligger pa den sa kallade tallinjen, som géar fran negativa tal
till vanster och till positiva tal till hoger (se Figur 1.5). Det finns dock tal som
inte &r rationella, men som #ndé ligger pa tallinjen. Ett exempel dr v/2, som &r
langden pa diagonalen i en kvadrat med sidan 1. Lagger man till dessa tal far

2Vissa exkluderar 0 fran de naturliga talen. Att inkludera 0 har dock férdelar. Om man
borjar rakna fran 0 och gar ett steg i taget kommer man ha gatt n steg ndr man réknat till
n. Exempel: om vi rédknar till 3 fran 0 sa far vi 0 — 1 — 2 — 3, vilket ar 3 steg. Om vi
boérjar fran 1 far vi istéllet 1 — 2 — 3, vilket &dr 2 steg.



de reella talen, som betecknas med R.? Reella tal som inte &r rationella kallas
for irrationella.

2 i, et2i
e,
3/2,-5/3
12

0,1,2

Figur 1.6: De olika talsystemen fran N till C.

De reella talen kan utvidgas ytterligare till de kompleza talen, som betecknas
med C, genom att ligga till ett tal ¢ som uppfyller i2 = —1.

1.3 Funktioner

En funktion f : X — Y parar ihop element i en méngd X med element i en
méangd Y. Mangden X kallas for definitionsmdngd och méangden Y kallas for
mdalmdngd. Man kan se f som en process som tar ett element i méngden X och
avger ett element som ligger i midngden Y. Nar man tillimpar en funktion pa
ett element z 1 X s& kallas x for funktionens argument.

Tva funktioner ar lika ndr de har samma definitionsméngd, samma malmangd
och de ar lika pa alla element i definitionsméngden. Definitions- och malméng-
den &r alltsa en del av funktionen.

Figur 1.7: En funktion f fran X till Y.

Funktioner beskrivs ofta med formler. Exempelvis sa kan funktionen f : N — N
som tar ett naturligt tal och returnerar dess kvadrat beskrivas som f(n) = n?.
Alla polynom kan ses som en funktion fran R till R, som berdknas genom att

man sétter in talet x i uttrycket.

3Reella tal &r mycket mystiska. Den matematiska cirkeln 2016-2017, Vad dr ett tal?,
handlade om hur man kan definiera dem i termer av rationella tal. Den intresserade lasaren
uppmanas att séka upp kompendiet pa Cirkelns hemsida: https://www.math-stockholm.
se/samverkan/cirkel/


https://www.math-stockholm.se/samverkan/cirkel/
https://www.math-stockholm.se/samverkan/cirkel/

En funktion maéaste dock inte ges av en formel. Det enda som krévs ar att
funktionen &r definierad for alla element i X, och att den ger alltid samma
svar. Ett exempel ar absolutbeloppet |z| av ett reellt tal , som definieras som
avstandet fran x till origo pa tallinjen. Man kan berdkna det genom att man
tar bort eventuella minustecken framfor talet, det vill sdga

2] T omzx >0
€Tl =
—x omx <0.

Exempelvis sa géller | — 3| = —(—3) = 3 och |2] = 2.

En funktion f : R — R kan beskrivas genom sin graf, som definieras som
méngden av punkter i planet pa formen (z, f(z)).

Figur 1.8: Grafen av funktionen f(z) = |z|.

Om x ar ett reellt tal sa dr || det storsta heltalet som &r mindre &n eller lika
med z. Till exempel sa &r [5/2] = 2 och |—7] = —4. Man kan se det som att
|z | ar avrundningen av z, forutsatt att man alltid avrundar nerat.

Definition 1.3.1. Golvfunktionen ar funktionen som avbildar reella tal x pa

|x]. A

Ett annat sétt att se golvfunktionen &r att den avbildar x pa det storsta heltalet
n som uppfyller olikheterna

n<<r<n+l.

Definition 1.3.2. Fraktionsfunktionen frac : R — R &r funktionen som avbil-
dar reella tal  pa x — |z|. A

Virdet frac(z) ligger alltid mellan 0 och 1, och |z| + frac(z) = x. Det senare
foljer direkt av definitionen, eftersom

|| + frac(x) = |z] + o — |z] = 2.
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Figur 1.9: Golv- och fraktionsfunktionen

Talet frac(z) kallas for fraktionsdelen av x. Obervera att frac(x) = 0 nér x &r
ett heltal. Tva andra anvindbara samband ar att frac(x + n) = frac(z) och
|z +n] = |z] +n for alla heltal n.

1.4 Bevistekniker

Ett bevis for en sats ar ett argument som forklarar varfor satsen &ar sann.
Vi har redan sett ett exempel nar vi bevisade Sats 1.1.3. I detta avsnitt ska
vi ga igenom tre tekniker for att bevisa matematiska satser: direkta bevis,
motsigelsebevis och induktionsbevis.

Ett direkt bevis utgar ifran satsens antaganden och definitioner och bevisar
satsen rakt pa, s att siga. Beviset av Sats 1.1.3 ar ett exempel pa direkt
bevis. Ett annat ar foljande sats.

Sats 1.4.1. Antalet funktioner fran en mdangd A med n element till en mdangd
B med m element dr m".

Bevis. Varje funktion fran A till B kan beskrivas som en tabell dar varje ele-
ment i A motsvaras av precis ett element i B. Listan innehéaller totalt n platser,
och pa varje plats kan vi vilja bland m element att vilja bland. Alltsa finns
det totalt

m-m---m-m=m"

n stycken

olika funktioner. O

Ibland gar det inte att anvinda direkta bevis, till exempel ndr man ska bevisa
att nagot inte ar fallet. D& kan det vara enklare att anta att det man vill bevisa
ar falskt, och visa att detta leder till en motségelse. Om alla steg i beviset ar
korrekta sd maste det ursprungliga antagandet vara fel. Detta kallas for ett
motsdgelsebeuvis.

“Ibland forekommer termen indirekt bevis. Vissa anvinder det som synonym till motsé-
gelsebevis, andra som en synonym till bevisregeln modus tollens. Vi undviker den helt.



Sats 1.4.2. Lingden av hypotenusan i en ratvinklig triangel dr alltid mindre
an summan av lingderna av kateterna.

Bews. Lat a och b vara langderna av kateterna i triangeln och c langden av
hypotenusan.

c

Figur 1.10: En ratvinklig triangel.

Enligt Pytagoras sats ir a® 4 b? = c?. Antag motsatsen till satsen, det vill siga
att a + b < c. Da giller att

(a+b)2<02 = a’+2ab+ b < ? = 2ab<0.

Eftersom a och b &r ldngderna i en ratvinklig triangel sa ar a och b bade storre
an 0. Eftersom produkter av positiva tal ar positiva, sa ar detta en motsagelse.
Alltsad maste motsatsen till a + b < ¢ gélla, det vill sdga a +b > c. O

Sats 1.4.3. FEtt tal kan inte vara udda och jamnt samtidigt.

Bevis. Antag att n dr ett tal som ar bada udda och jdmnt. D& finns det tva
tal, k och [, sa att n = 2k och n = 2[ + 1. Da géller att

=n=2+1= 2k—2=1 = 2(k—1)=1.

Med andra ord finns det heltal m = k — [ s& att 2m = 1. Kan det finns ett
sadant tal? Det finns tva fall.

(i) Om m <0, sd ar 1 = 2m < 0. Motségelse!

ii) Om m > 1 sd ar 2m > 2 > 1. Motsagelse! O
(ii) g

Ett beromt motségelsebevis ar foljande.

Sats 1.4.4. Talet /2 dr irrationellt.

Bevis. Antag motsatsen, det vill siga att v/2 = a/b for nagra heltal a och b.
Antag att a och b ar forkortade s& langt som mdojligt. Da kan endast en av a
eller b vara jamn, eftersom om bada &ar jamna kan vi skriva

a 2c c
VI=3=5i=4

och da var inte a och b forkortade sa langt som mojligt.



Av definitionen av /2 far vi att

2 a? 5 o
V2 =2= = W=d
Den sista ekvationen siger att a? #r jaimn. Eftersom kvadrater av udda tal &r
udda (se Ovning 1.14), s& maste a vara ett jimnt tal, det vill siga a = 2k for
nagot heltal k. Da far vi att

20 = (2k)? = 4k* — b* = 2k%

Eftersom b? dr jimnt, sa maste b vara jamnt. Men nu har vi bevisat bade a
och b ar jadmna, vilket var omdjligt eftersom vi hade forkortat braket sa langt
som mojligt. Detta ar en motségelse. O

Bevisen av Sats 1.4.3 och 1.4.2 bygger bada pa ett antagande som vi rent for-
mellt inte bevisat (kan du se vilket?). Att bevis inkluderar sddana antaganden
ar snarare regel &n undantag. Ifall man bevisade precis vartenda antagande
utifran axiomen skulle bevisen bli vildigt langa och komplicerade. Lésaren
forvantas sjalv fylla i de luckor som uppstar.

Det hénder dock att uppenbara antaganden &r mycket svara, till och med
omdjliga, att bevisa utifran definitionerna. Historien &ar fylld av matematiker
som gjort till synes sjdlvklara antaganden som sedan visat sig vara svara att
bevisa.

Beviset av Sats 1.4.4 &r ett exempel pa det. Vi antar att ett brak kan forkortas
sa langt som mojligt. Detta &r inte sjalvklart, utan bygger i sjalva verket pa
aritmetikens fundamentalsats, en sats som vi aterkommer till senare i kursen.

Den tredje bevistekniken som vi kommer gé igenom kallas for induktionsbevis.
Sag att du har en foljd av pastdenden Py, P, P> och sa vidare, ett for varje
naturligt tal. For att bevisa att alla dessa pastaenden géller, s kan man gora
det i tva steg:

(i) Basfall: Bevisa att Py dr sann.

(ii) Induktionssteget: Bevisa att om P, dr sant for nagot naturligt tal n
s& ar Py sant.

Idén &r att om bada dessa giller, sa dr P,, sant for alla naturliga tal m. Man
kan motivera det pa foljande sétt. Sdg att vi undrar ifall P,, dr sant. Enligt
basfallet ar Py sant, och genom att tillaimpa induktionssteget med n = 0 s& kan
vi dra slutsatsen att P; ar sant. Vi kan nu sédtta n = 1, och induktionssteget
siger da att P, dr sant. Genom att upprepa detta m ganger, kan vi bevisa att
P, ar sant. Vi kan illustrera det hela som en f6ljd av implikationer:

Ett exempel fortydligar hur det fungerar.

Sats 1.4.5. Alla naturliga tal dr udda eller jimna.
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Beuis. Lat P, vara pastaendet att n dr antingen udda eller jamnt. Da ar pa-
staendet att alla naturliga tal dr udda eller jaimna samma som att P,, ar sant
for alla n.

(i) Basfall: Nér n = 0 séger satsen att 0 dr udda eller jamnt, vilket &r sant
eftersom 0 = 2 - 0 &r ett jamnt tal.

(ii) Induktionssteg: Antag att P, ar sant for nagot m, det vill sdga m &r
antingen udda eller jamnt. Vi ska bevisa att m + 1 &r udda eller jamnt.
Det gor vi i tva fall.

e Om m &r udda sa dr m + 1 jdmnt enligt Sats 1.1.3.
e Om m &r jdmnt sa dr m + 1 udda enligt Sats 1.1.4.

Detta bevisar att m + 1 antingen &r udda eller jamnt, det vill sdga att
P41 ar sant. O

Induktionsbevis reducerar satser som handlar om alla tal till satser som handlar
om specifika tal. Dessa kan vara enklare att bevisa, eftersom du istéllet far ett
konkret tal att arbeta med.

Induktionsbevis kan vara klurigt i borjan. Ett organiserat satt att gora dem &r

foljande sétt.

(i) Omformulera satsen sa att den blir av typen: P, &r sann for alla n.
(ii) Bevisa Py.

(iii) Anta att det finns ett tal n sa att P, &r sant, och bevisa att P11 ar
sant.

Ett induktionsbevis bygger pa att fallet n + 1 kan beskrivas i termer av fallet
n. Ifall man inte kan hitta en sddan reduktion, kommer ett induktionsbevis
vara svart att anvanda.

1.5 Olika satser och hur man bevisar dem

I foregaende avsnitt diskuterade vi olika bevistekniker. Men vilka tekniker &r
lampliga for vilka typer av satser?

e Implikation: Man sidger att P implicerar Q) om @ &ar sant nédr P ar det.
Ett exempel ar Sats 1.1.4, som séger att om ett tal n ar jAmnt, sa ar
talet n + 1 udda. Man brukar beteckna implikationer med en tjock pil
=, s& att P medfor @ skrivs

P = Q.

En implikation kan bevisas med ett direkt bevis. Da antar man att P
ar sant, och sedan visar man att () ocksd méaste vara sant (det ar sa
vi bevisar Sats 1.1.4). Man kan ocksa anvinda ett motségelsebevis. Da
antar man att P &r sann och att ) &dr falsk, och bevisar en motségelse.
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Ett tredje satt att bevisa att P implicerar () ér att bevisa att om ) ar
falsk, sa ar P falsk. Detta kallas for omvdndningen av en implikation.

Ekvivalens: En ekvivalens dr nar tva pastaenden P och @ implicerar
varandra, alltsd att om P si @, och om ) s& P. Man brukar anvéinda
frasen P om och endast om (). Man anvénder tjocka dubbelpilar for att
beteckna ekvivalenser, sa att P om och endast om @ skrivs som

P = Q.

Ekvivalenser bevisas genom att forsta visa att P implicerar (Q, och sedan
att ) implicerar P.

Universalsats: En universalsats sager att alla n i en méngd M uppfyller
nagot villkor P. Universalsatser kan bevisas som implikationer, genom
att omformulera universalsatsen som att om n ligger i méngden M, sa
uppfyller n villkoret P, det vill sidga

n € M = n uppfyller P

Ifall M ar mingden av alla naturliga tal kan man ocksa anvénda ett
induktionsbevis, som vi beskrev ovan.

Man kan &dven bevisa en universalsats genom ett motsiagelsebevis. Da
antar man att det finns ett n i M som inte uppfyller P, och bevisar att
det &r omdojligt.

Existenssats: En existenssats sager att finns ett objekt n som har egen-
skapen P. Den typiska existenssatsen #r ekvationslosning. Att 22 = 3 har
en l0sning ar en existenssats, och kan omformuleras som att det finns ett
tal  sa att 2 = 3.

Ett sitt att bevisa en existenssats ar att konstruera det sokta objektet
utifrdn objekt man redan vet finns. Till exempel sa kan man bevisa att
det finns ett udda kvadrattal genom att notera att 32 = 9 #r udda och
ett kvadrattal.

Man kan ocksa anvinda ett motsiagelsebevis. Da antar man att det inte
existerar nagon objekt med egenskapen P och visar att det leder till en
motségelse. Dessa bevis har fordelen att vi inte behdver beskriva hur
objektet konstrueras. I gengéld kan bevisen vara mycket komplicerade.

En variant pa universalsatsen ar att inget n i M uppfyller P. Den kan omfor-
muleras som att alla n i M saknar egenskapen P. For dessa typer av satser ar
motségelsebevis ofta smidiga: man antar att det finns ett n i M som uppfyller
P och hérleder en motségelse.

Universal- och existenssatser ar duala till varandra, i bemérkelsen att om du
ska bevisa en existenssats med hjilp av ett motsigelsebevis sa antar du en
universalsats, och vice versa, se bevisen av Sats 1.4.2, 1.4.3 och 1.4.4
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Ovningar
Ovning 1.1. Lista elementen i féljande méngder.

(i
(i) B={1,2,{2,3}}.

) A={neN|Ek <5}
)
(iii) C ={k € Z | k* < 16}.
(iv) AnB.

)

(v

Ovning 1.2. Lista elementen i fljande méngder.

(C\A)UB.

(i) A={zeQ|2?=2}.
(ii) B ={0,1,2,3}.

(BUA)NC.

)
)
(i) C={p/qg|0<p<3och1<q<3}.
(iv)
(v)

Ovning 1.3. For nedanstiaende par av méangder A och B, avgdr om A och
B ar lika, disjunkta, nagon av dem &r en &kta delméngd av den andra eller
ingetdera.

(i
(i) A={0,1,2} och B={n € N|n? < 9}.

(CNB)\ A.

={1,2,3} och B ={1,1,2}.

) A

)
(ili) A={{}} och B={{z e N|2z = -2}}.
(iv) A={z €R||z| <1} och B={z € R ||z — 1] < 1}.
(v) A={z€Q |22 =2} och B={z € R |22 = 2}.

Ovning 1.4. For nedanstaende par av méngder A och B, avgoér om A och B
ar lika, disjunkta eller nagon av dem &r en dkta delméngd av den andra.

(i
(i) A={r €R |22 <2} och B={xcQ]|z%>2}.

={-2,0,2} och B={z € Z| || < 3 och x &r jamnt}.
(iv) A={x €Z |2z = -2} och B={x € N| 2z = 2}.

) A
)
(i) A={z € Z | x &r jamnt} och B = {x € Z | = &r kvadrattal}.
)
) A

(v

Ovning 1.5. Anvind méngdbyggaren for att definiera foljande mingder.

= {0,{0}} och B = {0}

(i) Méangden av jamna, positiva heltal.
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(ii) Méngden av rationella tal r s& att 2r ar ett heltal.
(iii) Méngden av irrationella tal som ligger inom avstand 1 fran origo.

Ovning 1.6. Anvind méngdbyggaren for att definiera foljande méngder.

(i) Méngden av alla kvadrattal som &r storre an 2.
(ii) M#ngden av rationella l16sningar till #4 + 2% — 1 = 0.

(iii) Méngden av rationella tal som &r volymen av en kub med rationella
sidor.

Ovning 1.7. Ange mojlig definitionsméingd och malméngd for foljande funk-
tioner.

(i) Funktionen som ger det n:te kvadrattalet.
(ii) Funktionen som beréknar arean av triangel.
(iii) Funktionen berdknar derivatan av ett andragradspolynom.

Ovning 1.8. Ange méjlig definitionsméingd och malméngd for foljande funk-
tioner.

(i) Funktionen som ger arean av cirkel med radie 7.
(ii) Funktionen som ger avstandet mellan 1 och ett tal r pa tallinjen.

(iii) Funktionen som ger de rationella nollstéllena till ett forstagradspolynom
med rationella koefficienter.

Ovning 1.9. Ar foljande funktioner eller inte? Om inte, motivera varfor.

(i) f:R — R dir

_JlomzeQ
f<x)_{00mm¢(@.

(ii) f:N—=Qdar f(n) = /n.

(iii) f : R — R sd att f(z) = 0 med sannolikhet 1/2 och f(z) = 1 med
sannolikhet 1/2.

(iv) f:{0} — R dér f(0) =1 om ordet Balkong bérjar pa B.

Ovning 1.10. Ar féljande funktioner eller inte? Om inte, motivera varfor.

(i) f:Z — N, dar f(n) &r siffersumman i det vanliga (decimala) talsyste-
met.

(i) f:R — Q, dar f(x) = x/2.
(i) f:N—=R, dar f(n) = "V/n+1.
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(iv) f:Q— Z, dér f(p/q) = p.

Ovning 1.11. Avgor om foljande funktioner &r lika eller inte? Motivera varfor.

(i) f:R—>R, f(z)=|z| och g: R - R, g(z) = Va2
(i) f:Z—Q, f(n)=1/nochg:N—Q, g(m)=1/m.
(i) f:N—=Q, f(n)=n/(n+1)och g:N—=R, g(z) =z2/(z+1).

Ovning 1.12. Avgér om foljande funktioner &r lika eller inte? Om inte, moti-
vera, varfor.

(i) fR=R, f(z)=22+2r+1ochg:R—R, gx) = (z+1)%
(i) f:Z—2Z, f(x) =22 och g: Z — Z, g(x) = |z|>.
(i) f:R =R, f(z) =frac(z) och g: Q = R, g(x) =z — |z].

Ovning 1.13. Anvind ett direkt bevis for att bevisa att om n &r ett jamnt
tal sd dr n + 1 ett udda tal (detta &r Sats 1.1.4).

Ovning 1.14. Anvind ett direkt bevis for att bevisa att om n ar udda sa ar
2
n” udda.

Ovning 1.15. Anviind ett motsigelsebevis for att bevisa att summan av ett
irrationellt tal och ett rationellt tal ar irrationellt.

Ovning 1.16. Anvind ett motségelsebevis for att bevisa att om a + b > ¢ sa
ar antingen a > ¢/2 eller b > ¢/2

Ovning 1.17. Anvénd induktion for att bevisa att summan av de n forsta

udda naturliga talen ar n2.

Ovning 1.18. Anvind induktion for att bevisa att summan av de n forsta
naturliga talen ar n(n + 1)/2.

Satsen har ocksa ett direkt bevis. Forsok att hitta det.
Ovning 1.19. Bevisa att om ab = ¢ s& 4r a > Ve och b < 4/, eller tvartom.

Ovning 1.20 (x). Bevisa att vinkelsumman av en n-hérning dr 180(n — 2)
grader

(i) med ett direkt bevis.
(ii) med induktion.

Ovning 1.21. Ett sétt att definiera ordningen > pa naturliga tal r foljande.

Ett naturligt tal n ar stérre eller lika med ett naturligt tal m om det finns ett
naturligt tal k sa att n = m + k. Vi skriver detta som n > m.

Bevisa foljande satser:

(i) n >0 och n > n {or alla n.
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(i) Om n > m och m > k sa géller n > k.

(iii) Om n > m och m > n, sd &r n = m.

(iv) Om n och m uppfyller n > m sa géller n + k > m + k for alla k > 0
)

(v) Om n och m uppfyller n > m sa giller nk > mk for alla k > 0

Ovning 1.22 (x). Bevisa att det finns tva irrationella tal a och b sa att a® &r
rationellt. Tips: anviind att /2 &r irrationellt.

Ovning 1.23. Bevisa att
P4+22 4. +n”<n
for alla n > 2.

Ovning 1.24 (x). Bevisa att det finns alla rationella tal kan skrivas som en
produkt av tva irrationella tal.

Ovning 1.25 (x+). Ett minsta element i en delméingd S av N ett tal n € S med
egenskapen att n < m for alla m € S. Bevisa att alla icke-tomma delméngder
av N har ett minsta element.

Ledtrad: Omformulera satsen och kombinera ett induktionsbevis med motséa-
gelsebevis.

Ovning 1.26 (%). Foljande pastaenden ar alla sanna. Vilka bor vara satser
och vilka bor vara definitioner? Motivera hur du tanker.

(i) Det finns bade udda och jaémna kvadrattal.

(ii) Ett tal n &r ett kvadrattal om det finns en kvadrat vars area &r n.
(iii)

(iv)

Ovning 1.27 (%). Foljande pastédenden ar alla sanna. Vilka bor vara satser
och vilka bor vara definitioner? Motivera hur du tanker.

Ett tal n ar ett kvadrattal om det finns ett heltal k sa att n = k2.

Det n:te kvadrattalet ar summan av de n forsta udda talen.

(i) En réatvinklig triangel har vinkelsumma pa 180 grader.

)
(ii) En réatvinklig triangel har tva vinklar vars summa &r 90 grader.
(iii) En ratvinklig triangel bildas nér man drar en diagonal i en kvadrat.
)

(iv) En triangel ar ratvinklig om den har en rit vinkel.
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2 Euklidiska rum

Néar man for forsta gangen introduceras till funktioner i matematik pratar man
nédstan enbart om funktioner av en variabel. I praktiken ar dock detta ofta ett
enkelt specialfall, da de flesta relationer "1 verkligheten” beror pa mer &n en sak.
Till exempel beror hur mycket pengar ett stort foretag omsétter under ett ar
pa nést intill odndligt manga variabler, vilket gor att man med nédviandighet
maste analysera en forenklad modell fér att kunna dra nagra slutsatser. Men
dven en forenklad modell lar bero pa véldigt manga variabler, som till exempel
antalet salda produkter, pris pa produkterna, antalet anstillda, momssatser,
arbetsgivaravgifter, inkomstskatter etc. Aven enklare formler fran fysik inne-
haller ofta mer &n en variabel. Till exempel ges den kinetiska energin for en
punktformig kropp med massan m och hastigheten v av muv?/2.

I den hér kursen kommer vi beh6va analysera funktioner som beror av flera
variabler, som till exempel f(z,y,z) = e*/z som da ar en funktion av 3
variabler. For vilka virden pa (z,y, z) ar funktionen definierad? I vilken punkt
antar f(x,y, z) sitt storsta respektive minsta virde? Finns det ens nagot storsta
respektive minsta varde? Vad ar funktionens maximum, om det nu existerar,
om vi antar att 1/2 < z < y < z < 1. Om vi bérjar i punkten (z,y,z2) =
(1,1,1), at vilket hall ska vi da rora oss for att funktionen ska viixa sa snabbt
som mojligt?

For att kunna analysera funktioner av flera variabler ordentligt och besvara
fragorna ovan maéste vi till att borja med forstd méngderna péa vilka de &r
definierade.

2.1 Rummet R"

I den hér kursen, och i flervariabelanalys i allménhet, betraktar vi huvudsak-
ligen funktioner som tar en reell n-tupel som argument, det vill sdga argu-
mentet &r pa formen (x1,...,2,), dér var och en av de n komponenterna z;,
J=1,2,...,n ér ett reellt tal, det vill saga x; € R.

Vi anvinder beteckningen R™ for att beteckna méngden
{(x1,...,zp) 1z €R, j=1,...n}.

Normalt skriver vi dock bara R istéllet for RY.

Ibland kommer vi &ven anvinda fet stil for att beteckna punkter i R™. D4 &r
det underforstatt att den j:te komponenten i x &r x;, och att x; da &r ett reellt
tal. Ibland skriver vi &nda ut x = (z1,...,x,) for att vara extra tydliga.

Déremot dr inte alla funktioner i n variabler definierade pa hela R™. Till ex-
empel dr funktionen fran vart foregdende exempel, f(z,y,z) = €"/z, inte
definierad om z = 0. Precis som tidigare &r definitionsmdngden, som vi van-
ligtvis kommer beteckna med Dy, en viktig del av funktionen, och en funktions
egenskaper beror i hég grad pa savil definitionsméngden som pé sjélva regeln.

I nésta kapitel d& vi mer noggrant undersoker funktioner av flera variabler och
deras egenskaper kommer vi att definiera kontinuitet ordentligt, men foljande
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exempel ar forhoppningsvis tydligt 4nda, d&ven om vi tills vidare néjer oss med
en intuitiv kinlsa av vad kontinuitet innebar.

Exempel 2.1.1. Om vi till exempel betraktar funktionen

)y omy#0

s& ser vi att den &r kontinuerlig for en méngd som inte innehaller nagon punkt
dar y = 0, det vill sdga nagon punkt pa formen (x,0). Till exempel ar funktio-
nen kontinuerlig pa méangden

Dy={(z,y):1<z<21<y<2}
Déaremot ar funktionen inte kontinuerlig i alla punkter pa mangden
Df={(z,y): -2 < <2,-2<y<2}

Till exempel ar ju
1
lim f(1,y) = lim — # 0 = f(1,0).
y—0 y—=0y

Huruvida en funktion &r kontinuerlig eller ej beror alltsa till viss del pa defini-
tionsméngden. A

Saval R™ som delméngder till R™ &r i grunden bara méngder, det vill siga
samlingar med punkter. Men véldigt ofta véljer vi att ldgga till ytterligare
struktur pa dessa mangder. Pa samma sétt som vi har matematiska operationer
pa reella tal — som att vi till exempel kan addera reella tal med varandra och
fa ett nytt reellt tal, och multiplicera reella tal med varandra och fa ett nytt
reellt tal — kan vi definiera operationer pa n-tuplar i R™.

Till att borja med definierar vi tre operationer i R™, ndmligen addition, multi-
plikation med ett reellt tal A € R, samt skaldrmultiplikation.

Om x = (z1,...,2y) ochy = (y1, ..., yn) definierar vi
X+y= («T1+y17‘--7xn+yn)-
Ax = (Ax1,..., A zp).

samt

X Yy=Z1Y1 + ...+ TpYn.
Notera att addition och multiplikation med ett reellt tal ger nya element i
R™, medan skalarprodukten av tva element i R™ blir ett tal i R (det &r darfor
operationen kallas just skaldrprodukt). En bild som visar hur det ser ut nér vi

adderar 2 vektorer finns i Figur 2.1 och en bild som visar vad skaldrprodukten
representerar finns i Figur 2.2.

Det &r vart att verifiera att vanliga formler for multiplikation och addition av
reella tal ocksa géller med operationerna ovan. Till exempel ar

X+y=y+x, AMx+y =Xx+Ay, x-(y+z)=x-y+x-2.
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Figur 2.1: Addition av 2 vektorer, a,b € R?, bild fran Wikipedia

0
-

|a] cos O b

i

Figur 2.2: Skaldrprodukten av 2 vektorer, a,b € R?, bild fran Wikipedia

I tva och tre variabler kan punkter i R"™ realiseras geometriskt som pilar i
planet respektive rummet. Med denna geometriska tolkning kan addition av
tva element i R™ tolkas som att man helt enkelt klistrar fast den andra pilens
borjan pa den forsta pilens spets (se Figur 2.1), och multiplikation med ett
positivt reellt tal skalar bara om langden pa pilen. Till exempel kommer x och
2x bada vara pilar som pekar at samma hall, bara att 2x ar dubbelt s& lang.
Multiplicerar vi istédllet med ett negativt tal A kommer vi att fa en pil som
pekar i motsats riktning, och vars langd har blivit omskalad proportionerligt
med absolutbeloppet av A.

Vi behaller dessutom terminologin fran R? och R? och siger att tva element
X,y € R™ &r parallella om det finns ett reellt tal A s& att

X =y.

Om A > 0 sdger vi dessutom att x och y har samma riktning eller ar lika
riktade.

Vanligtvis kommer vi bara skriva 0 for nollvektorn i R™, alltsa (0,...,0). Det
bor alltid vara uppenbart fran sammanhanget om 0 syftar pa det reella talet 0
eller en n—tupel vars alla komponenter ar nollor. Notera att med definitionen
ovan ar alla element i R™ parallella och lika riktade med 0. Vissa véljer dock
att i definitionen kréva att tva parallella vektorer bada ska vara nollskilda just
for att undvika detta.

Skalarproduktens geometriska tolkning &r inte lika uppenbar, och den kommer
inte riktigt behovas i den hér kursen. Men det kan vara virt att veta att
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skaldrprodukten &r relaterad till vinkeln mellan tva vektorer och deras langder
enligt formeln x - y = |x||y|cos(#), dér 6 &r vinkeln mellan vektorerna x och

y.
Ett viktigt specialfall fran den geometriska tolkningen med pilar i tva och tre
variabler ar att

X-x =z + 3 (+23),
vilket vi kéinner igen fran Pythagoras sats som kvadraten av lingden av pilen.

Med detta som motivation definierar vi nu lingden eller beloppet av ett element

i x € R" som
x| =vVx-x= /22 + ...+ 2.

Notera att skalarprodukten av ett element x med sig sjalv alltid ar storre &n
eller lika med 0, med likhet om och endast om x = 0. Daremot ar skalarpro-
dukten av tva olika element inte nodvéandigtvis positiv.

Exempel 2.1.2. Lat x = (1,2,3,4) och y = (—1,—1,—1,—1). Bada dessa
vektorer ar uppenbarligen nollskilda, men de ar inte parallella. Vidare &r

x| = V12422432 +42 =1 +4+ 9+ 16 = v/30,

och

lyl= V(D2 + (C1)2+ (—1)2+ (-1)2= V4 =2,

Slutligen ar
xy=—1-2-3—-4=-10.

Slutligen definierar vi avstandet mellan tva punkter x och y som

x—yl=V(@1—y1)?+ ...+ (@0 —yn)
Notera att detta Gverensstammer med hur vi méter avstand i R2 och R3 med
hjélp av Pythagoras sats.

Nér vi téanker pa element i R™ utrustade med strukturen ovan — det vill sdga
att vi kan méta deras lingd, vi kan addera dem, vi kan multiplicera dem med
reella tal, och vi kan ta skaldrprodukter — s& séger vi att dessa element &r
Euklidiska vektorer, eller bara vektorer. En vektor ar alltsa inte bara en punkt
i rummet, utan den har mer struktur, som till exempel en langd och en riktning.

2.2 Nagra viktiga olikheter

En oerhért viktig olikhet, som vi bland annat kommer att behova for att kun-
na avgora i vilken riktining en funktion véxer snabbast, dr Cauchy—Schwarz’

olikhet.

Sats 2.2.1. (Cauchy-Schwarz’ olikhet)

I R™ gdller
x -yl < [x[lyl, (2.1)
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eller utskrivet

yx1y1+...+xnyn|<\/x%+...+x%\/y%+...+y,%.

Likhet intriffar om och endast om x och'y dr parallella.

Bevis. Vi kan anta att x # 0, for om x = 0 ar bada leden i (2.1) lika med 0,
och x och y ar dessutom parallella.

Den viktiga insikten som beviset bygger pa &ar det enkla faktum att skalar-
produkten av vilken vektor som helst med sig sjélv ar storre an eller lika med
0.

Lat t vara ett reellt tal och betrakta vektorn tx 4+ y. Enligt raknereglerna for
skalarprodukten ar

0< (tx+y)- (tx+y)=x* +2tx-y + |y

Eftersom |x|? # 0 kan vi bryta ut |x|? och kvadratkomplettera med avseende
pa t, vilket ger

2 2
2 (,2 Xy ‘Y‘Z a2 Xy s (x-y)
0 < |X| <t + QWt + W = |X| t+ W + |Y| — ‘XP .

Notera att denna olikhet haller for alla reella virden pa t. Om vi nu véljer ett
lampligt virde pa ¢, ndmligen

X'y

t=—"2
x[*”

sé& forsvinner den forsta termen i uttrycket ovan och vi far da

Vilket kan skrivas om till (2.1).

Fran beviset framgar det dven att vi har likhet i (2.1) precis da skaldrprodukten
av (tx+y) med sig sjalv ar noll. Men det hénder bara om (tx+y) = 0, vilket
innebar att

y = —ix.

S& x och y maste alltsa vara parallella om vi har likhet. O
En annan véldigt viktig olikhet i R™ &r foljande generalisering av Sats (1.4.2)

som séger att langden av hypotenusan i en ratvinklig triangel ar kortare &n
summan av kateternas ldngder.

Sats 2.2.2. (Triangelolikheten i R™)

I R"™ gdller
x+yl < x|+ yl,

med likhet precis ndr x och 'y dar parallella och lika riktade.
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Bevis. Genom att anvianda raknereglerna for skaldarprodukten ser vi att
x+y[P=(x+y)- (x+y) =[x +2x-y + [y (2.2)
Genom att anvinda Cauchy-Scwarz’ olikhet ser vi att
x-y < [x-yl < [x]lyl,
Inséttning i (2.2) ger nu att
[ +y[? < x?+20x]ly| + |y = (Ix] + [y])*,

vilket ar ekvivalent med den sokta olikheten.

Vidare har vi likhet i triangelolikheten om och endast om vi har likhet i Cauchy-
Scwarz’ olikhet och

Xy =[x-yl
Vi vet att vi har likhet i Cauchy-Schwarz’ olikhet exakt d& x och y &r parallella,
det vill sdga da x = Ay for nagot A € R.

Villkoret att
X-y=[x-y|
betyder alltsa att
x-y =2y -y = Ay = Alyl? = AyP| = Ix-yl,
vilket héaller precis da A = ||, alltsd nar A > 0.
Vi har alltsa likhet i traingelolikheten precis da
X=Ay, A=0,

det vill séga da x och y &r parallella och lika riktade. O

Z<X+Y

Figur 2.3: Triangelolikheten for x,y € R?, bild fran brilliant.org

Figur 2.3 visar triangelolikheten med 2 vektorer « och y. Ett viktigt specialfall
av triangelolikheten ar den sa kallade omvanda triangelolikheten.

Eftersom
x| =[(x+y) -yl <|[x+yl+]yl
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ar

x| =yl < |x+yl
Pa samma satt visas att

y| =[x < [x +yl,

och dessa tva olikheter ger tillsammans att
x| = lyll < [x +yl- (2.3)

Olikheten (2.3) kallas ofta for den omuvdnda triangelolikheten

Med hjélp av induktion kan dessutom Sats (2.2.2) generaliseras till fler &n tva
termer:
‘X1+...+Xn‘ < ’X1|+...+|Xn|.

Vi lamnar beviset av denna generalisering som en évningsuppgift.

2.3 Delmingder av R”

I manga fall &r man intresserade av att analysera en delmdngd av R™. Till
exempel kan man vara intresserad av att hitta den kortaste vigen att gé for
att ta sig Over ett bergspass, och i det fallet &r den naturliga méngden att
utfora sina analyser pa den tvadimensionella delméngden till R som beskriver
bergytan av bergspasset.

I den héar kursen kommer vi dock huvudsakligen vara intresserade av delméng-
der till R™ som &r naturliga definitionsméngder for nagon funktion vi &r in-
tresserade av.

Exempel 2.3.1. Betrakta funktionen
1
w(z—Ly(y - 1)

Denna funktion ar inte definierad for £ = 0,2 = 1,y = 0 och y = 1. Vi skulle
till exempel kunna vilja att som definitionsmingd ha hela R?, men att vi tar
bort de fyra problemlinjerna x = 0,2 =1,y =0,y = 1.

f(z,y) =

Den méngden ar dock inte sammanhdingande (notera att vi inte har definierat
detta koncept ordentligt, sd héar far vi forlita oss pa var intuition om vad en
sammanhingande méngd bor vara). Om vi vill ha en definitionsméangd som &r
sammanhéngande skulle vi istdllet kunna betrakta mangden

Dy={(z,y): 1 <x<2,1<y<2}.

Notera att denna definitionsméngd inte &r maximal pé sa sétt att vi kan wut-
vidga definitionsméangden och fa en strikt storre definitionsméngd som ocksa
ar sammanhangande. Till exempel kan vi betrakta

Dy={(z,y): 1 <x<3,1<y<3}.
Ytterligare en alternativ definitionsméngd &r

Dy={(z,y): 0<2x<1,0<y <1}
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Denna definitionsméangd ar dock maximal pa sa sétt att f(x,y) inte &r vildefini-
erad 6verallt p4 nagon sammanhéngande méngd som innehéller D . Problemet
ar att en sadan méngd med nodvindighet maste innehélla nagon punkt vars
z— eler y—koordinat dr antingen 0 eller 1.

Det ar dock viktigt att vara medveten om att vi inte har bevisat pastaendet
ovan. Vi har ju inte ens definierat vad vi menar med sammanhingande mangd
ordentligt! A

Néagra av de vanligaste méngderna man intresserar sig for ar sfdrer och klot.
Definitionen av dessa motiveras av att en cirkel med radie r och centrum a i
tva variabler beskrivs som méngden av punkter vars avstand till a &r precis
r, och motsvarande (6ppna) disk bestar av de punkter vars avstand till a ar
strikt mindre &n 7.

Definition 2.3.2. I R” definieras ett 6ppet klot som en méngd som kan be-
skrivas som

{xeR":|x—a|<r}
fér nadgot r > 0 och nagon punkt a € R™. I sa fall kallas r for klotets radie och
a for klotets medelpunkt.

Vidare definieras en sfiar som en méangd som kan beskrivas som
{xeR":|x—a|=r}

fér nagot r > 0 och nagon punkt a € R". Pa samma sétt som for sfiren kallas
i sa fall r for sfarens radie och a for sfarens medelpunkt.

Vi kommer ibland anvinda notationen B,(a) och S,(a) for att beteckna det
oppna klotet respektive sfaren med radie r och centrum a. A

Notera att en ppen sfar med radie » > 0 och centrum a i R bara blir det
oppna intervallet (a — r,a + r). Mer specifikt blir det dppna enhetsklotet med
centrum i origo bara intervallet (—1,1).

Manga viktiga definitioner i analys kraver att vi inte bara kan undersoka en
funktion i en punkt, utan att vi kan uttala oss om funktionens beteende i ett
litet omrade runt punkten. Till exempel kréaver derivatans definition

iy F@ 0 — (@)
h—0 h

att vi kan séiga nagot om f(x + h), i alla fall for tillrickligt sma véarden pa h.

Om vi har en funktion f(x) som bara &r definierad pé intervallet [0, 1] s& kan
vi inte uttala oss om derivatan i punkten 1, for f(1 + h) ar inte definierat
fér nagot h > 0. I detta fall kan vi forvisso betrakta grénsvirdet fran vénster
(h < 0), men om vi har en funktion som &r definierad pa [0, 1] U {2} finns det
inget meningsfullt sétt att prata om en derivata i punkten 2.

Vi behover alltsa kunna prata om punkter i en méngd, som har egenskapen
att ett litet omrade runt punkten ocksa ligger i méangden.
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Definition 2.3.3. Lat M C R" och lat a vara i en punkt i R™. Vi séger att:

a ar en inre punkt till M om det finns ett 6ppet klot med centrum i a som
ligger helt i M.

a ar en yttre punkt till M om det finns ett 6ppet klot med centrum i a som
ligger helt i komplementet till M.

a ar en randpunkt till M om warje 6ppet klot med centrum i a innehéaller
punkter fran bade M och komplementet till M. A

Notera att varje punkt i R™ tillhor precis en av de ovanstaende tre kategorierna
med avseende pa en given mangd M.

Det ar huvudsakligen konceptet av en inre punkt vi &r intresserade av i den
har kursen, da det &r i inre punkter av en definitionsméngd vi (eventuellt) kan
definiera koncept i stil med derivata.

Det &r viktigt att vara medveten om att huruvida en punkt a € M &r en
inre punkt eller ej inte bara beror pa M, utan dven pa den omkringliggande
méangden R”.

Lat till exempel I C R vara intervallet

I={zeR:0<z<2}.
D4 &r punkten x = 1 en inre punkt till M, for till exempel ar det 6ppna klotet
med centrum 1 och radie 1/2 en delméngd av M.

Men fér motsvarande intervall som en delméngd till R?
I={(z,00eR*:0<z <2}

har vi nu att inget 6ppet klot med centrum i (1,0) &r en delméngd till 7. Till
exempel har vi for varje 6 > 0 att

(1,6/2) € Bs(1),
men (1,6/2) & 1.

Problemet ar i nagon bemaérkelse att den omkringliggande méngden ar storre
relativt I, ocn att 6ppna klot déarfér borjar innehalla en massa extra punkter
utanfor I.

Definition 2.3.4. En méngd M C R" kallas dppen om alla punkter i M &r

inre punkter till M. Den kallas sluten om alla randpunkter till M ligger i M.
A

Till exempel &r det 6ppna intervallet (0,1) C R en dppen mingd, och det
slutna intervallet [0,1] &r en sluten méngd da dess enda randpunkter &r 0
och 1, och bada dessa ligger i [0,1]. Att visa detta ordentligt ldmnas som en
ovningsuppgift. Det ar ocksa vart att tédnka igenom och verfiera att alla 6ppna
klot faktiskt &r 6ppna méngder enligt definitionen ovan. Att visa detta lamnas
ocksa som en 6vningsuppgift.

Notera dock att det finns méngder som varken &r Oppna eller slutna. Till
exempel &r [0,1) inte 6ppen da 0 inte &r en inre punkt, men den &r inte sluten
heller da den har 1 som randpunkt, trots att 1 inte ligger i méngden.
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Ovningar

Ovning 2.1 (x). Lat x = (1,3,5,7) och y = (—1,3,—5,1).

(a) Berédkna |x| och |y]
(b) Berdkna x -y

(c) Ar x och y parallella?
Ovning 2.2 (x). Lat x = (1,2,3) och y = (3,2, —1).

(a) Verifiera Cauchy-Schwarz’ olikhet for detta val av x och y.
(b) Verifiera triangelolikheten for detta val av x och y

Ovning 2.3 (x+). Anvind induktion for att bevisa att
|z + ...+ x| < |z + ..+ |z,
for alla positiva heltal n > 2.

Ovning 2.4 (%%). Bevisa att det slutna intervallet [0,1] C R &r en sluten
mangd.

Ovning 2.5 (). Bevisa att det 6ppna intervallet (0,1) C R &r en dppen
méangd.

Ovning 2.6 (x % %). Lat r > 0 och a € R” och betrakta det 6ppna klotet
B, (a). Visa att B,(a) ar en dppen méngd.
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3 Optimering

I savil maskininlarning som i manga andra forskningsomraden &r man intres-
serad av att avgdra var en funktion antar sitt storsta respektive minsta vérde.
I den har kursen kommer vi vara intresserade av att konstruera modeller som
ska forutspa utfall, och vi kommer att vilja hitta den modell som ger bést for-
utsédgelser. Vi dr alltsa intresserade av att veta vilken modell vi ska vilja for
att minimera skillnaden mellan modellens férutségelse och det “férviantade ut-
fallet”. For att kunna gora detta behover vi hitta ett villkor for nér en funktion
antar sitt minsta varde. Vi borjar med att gora detta for en funktion av en
variabel, och dérefter generaliserar vi detta till funktioner av flera variabler.

3.1 Optimering for funktioner av en variabel

For att undvika repetition definierar vi maximum och minimum for funktioner
av n variabler redan hir. For att fa de relevanta definitionerna for en funktion
av en variabel ar det bara att vélja att n = 1.

Definition 3.1.1. Lat f(z) vara en funktion definierad pa méngden Dy C R”
och 1at zg vara en punkt i Dy. Vi sdger att f har ett lokalt mazimum i xo om
det finns ett tal § > 0 sa att

xe{x e Dy:|r—xo| <6} = fx) < f(xo).

Vi kallar da z¢ en lokal mazimipunkt for f och funktionsvirdet f(xo) for ett
lokalt mazimivdrde.

Om vi dessutom har att f(z) < f(zo) da x # xo séger vi istéllet att vi har en
string lokal maximipunkt och ett strdngt lokalt maximivarde.

P& motsvarande sitt (alltsd med omvénda olikhetstecken) definieras en (strang)
lokal minimipunkt och ett (strangt) lokalt minimivdrde.

A

Lokala maximipunkter och lokala minimipunkter kallas med ett gemensamt
namn for lokala extremuvdrden, och vi sdger att f har ett lokalt extremvdrde i
dessa punkter.

Det ar viktigt att komma ihag att huruvida en punkt xy &r en lokal extrem-
punkt eller ej beror pa savél funktionen som pa definitionsméngden! Lat till
exempel f(z) =2. Om Dy = [0,1] & g = 1 bade en lokal och en global max-
imipunkt. Om Dy = [0,1]U[2,3] &r ¢ = 1 en lokal maximipunkt, men inte en
global maximipunkt. Om Dy = [0, 2] &r xo = 1 inte ens en lokal maximipunkt.

Sats 3.1.2. Om funktionen f har ett lokalt extremvdrde i en inre punkt xg €
Dy och om f dr deriverbar i xo sd dr f(xg) =0.

Bevis. Vi bevisar satsen i fallet da f har ett lokalt maximum i xy. Beviset da
f har ett lokalt minimum i x¢ ar analogt.
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global maximum

local maximum

N >~

local minimum

global minimum

-6 - | | | | |

0 0.2 0.4 0.6 0.8 1 1.2

Figur 3.1: Grafen fér en funktion som har bade lokala och globala extrempunkter.
Bild fran Wikipedia.

Eftersom f har ett lokalt maximum vet vi att for nagot tillrdackligt litet § > 0
géller det att
|h| <6 = f(zo+h) < f(zo)-
och att xg 4+ h € Dy for alla h € [-4,6].
Fran detta foljer det att

f(xo+h) — f(xo)

N <0

for alla 0 < h < ¢ eftersom téljaren ar negativ och ndmnaren &r positiv.

Vidare har vi att
f(@o + h) = f(z0)
h
for alla —§ < h < 0 eftersom bade téljaren och ndmnaren &r negativa i det
fallet.

Vi har alltsa att

>0

fwo +h) — f(x0)

li <0,
hggl+ h

och h
lim f(wo+h) — f(xo) > 0.
h—0— h

Eftersom vi antog att f ar deriverbar i xy maste dessa gransvarden overens-
stdmma, och den enda mojligheten ar da att f'(x¢) = 0. O

Notera att det omvinda pastiendet inte giller. Till exempel ar f/(0) = 0 for

f(xz) = 23 och Dy = R, trots att xp = 0 inte &r en extrempunkt for f(z) = 2.
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Satsen ger alltsa ett ndédvindigt men inte tillrickligt villkor for att en punkt
xo ska vara en extrempunkt for en funktion f.

Notera &ven att vart foregaende exempel med den lokala extrempunkten g = 1
for f(x) =« och Dy = [0,1] visar att antagandet om att x¢ &r en inre punkt
i Dy ar nodvéndigt.

Vart mal ar att generalisera Sats (3.1.2) till funktioner som &r definierade péa
R"™, men for att kunna gora detta maste vi forst definera vad vi menar med,
kontinuitet, derivata och differentierbarhet for funktioner av flera variabler.

3.2 Partiella derivator

Vi borjar med att definiera begreppet kontinuitet for funktioner av flera vari-
abler.

Definition 3.2.1. Lat f(x1,...,x,) vara en funktion av n variabler definierad
pa Dy C R™ och lat a € Dy vara en inre punkt. Vi siger att f ar kontinuerlig
1 punkten a om

lim f(a+h)= f(a).

|h|—0

Om Dy ar en 6ppen mangd och f &r kontinuerlig i alla punkter i Dy sa séger
vi att f ar en kontinuerlig funktion. A

Notera att kontinuitet i flera variabler ar kréngligare &n kontinuitet i en vari-
abel eftersom det helt enkelt finns fler sétt som h kan ga mot 0 pa.

Betrakta till exempel funktion

2

0 omz=y=0.

Om vi nu betraktar f(0+ h) dér h = (h,0) far vi

h2
li h) = lim — = 1.
R Y
Om vi istéllet sétter h = (0, h) far vi
02
li h) = lim — = 0.
|111|I—I>10f(O +h) B 12 0
Och om vi sétter h = (h, h) far vi
h? 1
li h)=Ilm —— =—-.
w0 = e = 2

Som vi ser kan vi fa helt olika gransviarden beroende pa hur vi ndrmar oss 0,
och som det sista exemplet visar racker det inte att bara undersoka koordina-
taxlarna!
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Lat nu f(z1,...,z,) vara en funktion av n variabler. Det dr naturligt att fraga
sig hur funktionens vérde fordndras nér en variabel férdndras, men de andra
variablerna halls konstanta.

Om till exempel t(x,y, z) ar en funktion som beskriver temperaturen pa olika
platser i ett rum, och z,y, z da alltsa ar koordinater som beskriver positionen
i rummet, s& ar det naturligt att fraga sig hur temperaturen forandras om vi,
till exempel, ror oss rakt uppat fran en punkt.

Detta leder oss till definitionen av en partiell derivata.

Definition 3.2.2. Lat f(xq,...,2,) vara en funktion definierad pa Dy C R"
och 1at (ai,...,a,) vara en inre punkt i Dy. Om gransvérdet

lim f(al, sy G—1,05 + h,aj+1, .. .,an) — f(al, ... ,an)
h—0 h

existerar i punkten (a1, ...,a,) sdger vi att f ar partiellt deriverbar med avse-
ende pa x; i punkten (a1,...,a,). Sjilva gransvirdet kallar vi for den partiella
derivatan av f med avseende pa x;, och denna kommer vi beteckna med

of

%j(al’ ..oyap), eller fj'-(al, ceeylp)-
Om alla de partiella derivatorna existerar i punkten (a1, ..., a,) siger vi att f
ar partiellt deriverbar i punkten (a1, ...,a,). Vidare siger vi att en funktion
som &r partiellt deriverbar i alla punkter i sin definitionsméngd helt enkelt &r
partiellt deriverbar. A

Det &r vart att notera att om en funktion ar partiellt deriverbar maste defi-
nitionsméngden vara 6ppen. Detta pa grund av att definitionen av en partiell
derivata forutsitter att det for varje punkt (ag,...,a,) € Dy finns nagot till-
réickligt litet 0 > 0 sa att

|h‘ <= (al,...,aj,l,aj —|—h,aj+1,...,an) € Df

Om detta inte ar fallet kommer ju differenskvoten

flar,...,aj—1,a;+h,ajq1,...,an) — flai,...,an)
h

fran definitionen av den partiella derivatan inte vara vildefinierat!

Detta ar skélet till att vi fram6ver néstan alltid kommer kréva att en punkt a
i vilken vi ska understka nagon slags derivata ar en inre punkt.

Exempel 3.2.3. Lat f(x1,22) = 2123. Fran definitionen ser vi da att

f{(xl)xQ) = }lzg%) f(:El + h’l‘22 f(xlva))

(z1 + h)23 — x123

= lim 22 = 22
h—0 2 2
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och

f(z1,22 +h) — f(z1,72))

! — 1
fo(z1,22) lim .

~ lim x1(xo + h)2 — xlx%
h—0 h

— i x1(23 + 229h + h?) — 2123
h—0 h

. 2x1x2h + l‘lh2

=lim ————

h—0 h

= lim 2x129 + 21h
h—0

= 2:L‘1:E2.
A

Att berdkna partiella derivator fran definitionen ar dock oftast onodigt krang-
ligt. Eftersom partiella derivator definieras utifran "samma” differenskvot som
anvénds i definitionen av derivatan for en funktion av en variabel, kan vi istéallet
tanka att alla variabler utom den vi deriverar med avseende pa &ar konstanter.
Darefter kan vi anvidnda kidnda formler for derivator av elementéra funktioner,
samt derivationsregler for summor, produkter, kvoter och sammanséttningar.

Exempel 3.2.4. Lat f(x1,22,23) = 21 cos(x1x2x3) och lat Dy = R3. Vi vill
berdkna f{(l‘lax2ax3) och fé(mlax27x3)'

I det forsta fallet tdnker vi att

f(x1,x9,23) = x1 cos(cxy),

dér konstanten ¢ (konstant med avseende pa z; da alltsd) &r zozs. Genom att
anvanda produktregeln och kedjeregeln ser vi att derivatan av x1 cos(cxp) ar

cos(cxy) — xycsin(cxy).
Eftersom ¢ = x9x3 blir alltsa

fi(x1, 22, x3) = cos(w12273) — T1T273 Sin(x12273).

Nar vi berdknar den partiella derivatan med avseende pa xo ar det istéllet alla
uttryck i 21 och x3 som &ar konstanta istallet. Vi tanker da istéllet att

f(x1, e, x3) = ¢1 cos(caxa),

dér ¢y = x1 och cg = z1x3. Den partiella derivatan med avseende pa xo blir
da alltsa
—cyeg sin(caz).

Genom att byta ut ¢; mot z1 och co mot x1x3 ser vi att
/ 2 .
f2(x1;$27$3) = —xiT3 SIH($1$2$3).
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3.3 Differentierbarhet

For manga resultat &r den naturliga generaliseringen av pastaendet att en
envariabelfunktion ar deriverbar inte att en flervariabelfunktion har partiella
derivator, utan ett aningen hardare villkor. Namligen att funktionen ar diffe-
rentierbar.

Lat f(x) vara en funktion av en variabel. En ekvivalent formulering av pasta-
endet att f ar deriverbar i en punkt a ar att sdga att for nagot virde A géller
det att funktionen

fla+h) - f(a)

g(h) = A -4

gar mot 0 d& h — 0. En ekvivalent formulering ar att siga att

fla+h)— f(a) = Ah + hg(h)
for nagot virde A, och dar g(h) har egenskapen att

lim g(h) = 0.

h—>Og( )

Detta &r den formulering av deriverbarhet som av tekniska skél bést lampar sig
for att generalisera konceptet deriverbarhet till funktioner av flera variabler.

Definition 3.3.1. Lat f vara en funktion definierad pa Dy C R™ och lat a
vara en inre punkt i Dy. Vi séger att f ar differentierbar i punkten a om det
finns konstanter Ay, ..., A, och en funktion g(h) sa att

fla+h)— f(a) = Athy + ... + Aphy + |hig(h)

och
li h) = 0.
lim g(h)
Om f ar differentierbar i varje punkt a € Dy séger vi att f ar differentierbar.

A

Notera att genom att lata h = he;, dar e; dr enhetsvektorn som har en la péa
position j och 0 pa alla andra positioner, i definitionen av differentierbarhet
foljer det direkt att konstanterna A; maste 6verensstimma med de partiella
derivatorna f}(a). Att vara differentierbar i en punkt &r alltsa ett hardare krav
an att ha partiella derivator i den punkten.

Den intresserade ldsaren kan verifiera att ovanstaende definition faktiskt fun-
gerar exakt likandant dven om vi skulle gora (det mérkliga) antagandet att
g(0) &r nagot annat dn 0. Men for enkelhets skull kommer vi alltid gor det
naturliga antagandet att g(0) = 0, det vill séga att g &r kontinuerlig i origo.

I praktiken visar man séllan att en funktion ar differentierbar utifran defini-
tionen, utan man anvéander en sats som séiger att om en funktion har partiella
derivator och alla partiella derivator dr kontinuerliga sa ar funktionen diffe-
rentierbar. Vi kommer dock inte att bevisa denna implikation da det ar for
tekniskt avancerat och tidskrdvande for denna kurs. Daremot kommer ett ex-
empel ges i uppgifterna som visar att en funktion kan ha partiella derivator
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i en punkt utan att vara differentierbar. Att anta nagot mer, till exempel att
de partiella derivatorna dr kontinuerliga, behovs alltsa for att vi ska kunna
garantera att funktionen ar differentierbar.

Den subtila, men viktiga skillnaden mellan differentierbarhet och att vara par-
tiellt deriverbar &ar att de partiella derivatorna bara ger information om be-
teendet ldngs koordinataxlarna, medan differentierbarhet stéller krav pa alla
mojliga sidtt att ndrma sig en punkt. Till exempel méste en differentierbar
funktion vara kontinuerlig, men detta &r faktiskt inte sant for en funktion som
bara ar partiellt deriverbar! Ett exempel pa detta kommer att ges i 6vningarna.

Figur 3.2: Pa bilden syns grafen for funktionen xy/(z? + y?). Om viirdet for
funktionen sétts till 0 i origo &r funktionen partiellt deriverbar, men den &r inte
differentierbar i origo.

3.4 Gradient

De partiella derivatorna ger var och en information om hur en funktion for-
dndras ldngs en koordinatrikting, men det finns sjélvklart mycket mer man
kan vara intresserad av att undersoka. I vart tidigare exempel dar t(x,y, 2)
beskriver temperaturen i ett rum, beskriver de partiella derivatorna hur tem-
peraturen férdndras om vi ror oss rakt framéat, rakt a4t sidan, eller rakt uppat.
Men om man ar intresserad av att veta hur temperaturen fordndras nér vi,
till exempel, ror oss snett uppat da? For att kunna svara pa detta kommer vi
sammafora de partiella derivatorna till ett gemensamt begrepp.

Definition 3.4.1. For en partiellt deriverbar funktion f(x) = f(x1,...,2,)
definierar vi gradienten av f i punkten x som vektorn

grad f(x) = (fi(x), ..., f,(x)) -

Légg marke till att grad f(x) dr en vektor i R™, och att funktionen

x — gradf(x)
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Figur 3.3: Gradienten fér funktionen f(z,y) = —(cos(x)? +cos(y)?)? utmarkerat
som ett vektorfilt i xy-planet under grafen for funktionen. Bild fran Wikipedia.

ar en avbildning fran Dy C R™ till R™. Denna funktion, som vi pa vanligt sétt
betecknar med grad f(x), ar alltsa ett n-dimensionellt vektorfilt, som associerar
en vektor i R™ till varje punkt i definitionsméngden till f.

Exempel 3.4.2. Lat f(x,y,2) = zy?z3. Derivering ger att

8f _ .23 af _ 3 af _ 2.2
a:l;(m?yvz) =Yy =z, ay(w,y,Z) _mez ’ 8Z($,y,Z) —333'y z.

Gradienten ges alltsa av

o f2.02) = (G @02 o), G o))

= (223, 20y23, 3wy 2?).
Det hér ar alltsa en avbildning fran R3 till R?. Till exempel &r

grad £(1,1,1) = (1,2,3).

3.5 Riktningsderivata
Vi dr nu redo att undersoka tillviixten av en funktion f i en godtycklig inre

punkt a € Dy lings godtyckliga réta linjer x = a+tv som gar genom punkten
a.
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Hér ar t > 0 och v = (v1,...vy,) en normerad riktningsvektor, vilket innebér
att

v|=1/v?+...+ 02 =1
Detta innebar att ¢ méater avstandet fran punkten a till punkten a+tv, eftersom
(a4 tv) —a| = |tv]| = t|v]| =t.
Definition 3.5.1. Lat v vara en normerad riktningsvektor. Om gransvardet

existerar kallar vi
fla+tv) - f(a)
m
t—0 t

for derivatan av f(x) i punkten a med avseende pa riktiningen v.

A

Om v = e; sa far vi bara tillbaka den partiella derivatan fj(a). Notera &ven
att

fy(@) = —fi(a). (3.1)

I praktiken berdknar man séillan riktingsderivator fran definitionen, utan istal-
let anvénder man foljande sats.

Sats 3.5.2. Om [ dr en differentierbar funktion och v dr en normerad rikt-
ningsvektor sa ar

fy(a) =grad f(a) - v

Bewvis. Vi vill visa att

Eftersom f ar differentierbar géller det enligt definitionen att
f(x+h) = f(x) = hlg(h +ij (3.2)

dar g(h) — 0 dd h — 0 och ¢g(0) = 0.
Genom att sitta x = a och h = tv = (tvy,...tv,) 1 (3.2) och dividera med ¢

far vi

fla+tv) — f(a) _ tvlg(tv) + > 0 fi(x)tv;
t t

= £vlg(tv) + > fi(x)v;,
j=1

dér tecknet framfor |v|g(tv) beror pa om ¢ &r positivt eller negativt.

Eftersom |v| =1 och lim;_,¢ g(tv) =0 &r

lim flattv) = fla) = %g% +|v|g(tv) + Zf’,(x)vj = Zf’.(x)vj. O

t—0 t J
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Exempel 3.5.3. Vi vill bestdma derivatan av f(z,y,2) = 2%y® i punkten
(1,1), lings riktingen v = (1/v/2,1/v/2).
Notera till att borja med att

lv| = %+%=ﬁ:1,
s& v dr en normerad riktningsvektor.
Vi har att

grad f(z,y) = (2zy°, 32%9?),
s&

grad £(1,1) = (2,3).
Det foljer att

F(L,1) =(2,3) - (1/V2,1/v2) =

5
- 7

vilket ger den 6nskade riktingsderivatan. A

Sl
+
Sl

Sats (3.5.2) ar viktig dels for att den ger oss en enkel metod for att berikna
riktingsderivator — vi tar bara skaldarprodukten mellan den normerade rikt-
ningsvektorn och gradienten — men dven for att den ger oss ett verktyg for att
hérleda viktiga teoretiska resultat. Foljande sats ar en stor del av anledningen
till varfor vi intresserar oss for gradienten i den hér kursen.

Sats 3.5.4. Gradient grad f(a) pekar i den riktning i vilken funktionen f for-
dndras snabbast © punkten a. Vidare ges mdtetalet pa den mazximala fordnd-
ringshastigheten av | grad f(a)].

Beuvis. Pastaendet dr en direkt konsekvens av sats (3.5.2) och Cauchy—Schwarz’
olikhet eftersom

fy(a) = grad f(a) - v < | grad f(a)||v] = | grad f(a)].

Vidare sdger Cauchy—Schwarz’ olikhet ocksa att likhet i olikheten ovan intréffar
om och endast om de tva vektorerna &r parallella, det vill sdga da

1
v=————g¢rad f(a).
| grad f(a)]
Det har innebér precis att den maximala tillvixten erhalls i gradientens rikt-
ning, och att den maximala tillvixten ges av |grad f(a)|. O

Senare i kursen kommer vi anvinda detta resultat for att ta fram en algoritm
for att finna maximum och minimum for en funktion; vi féljer helt enkelt
funktionen uppéat (eller nerat) i gradientens riktning tills vi har kommit sa
hogt upp (eller langt ner) vi kan komma. Men hur ska algoritmen veta nér den
ar klar? For detta behover vi en motsvarighet till sats (3.1.2) for funktioner av
flera variabler.
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3.6 Optimering for funktioner av flera variabler

Kom ihag definitionen for lokala extrempunkter som gavs i definition (3.1.1).
I flera variabler géller foljande generalisering av sats (3.1.2).

Sats 3.6.1. Om funktionen f har ett lokalt extremuvdrde i en inre punkt a i
definitionsmdngden Dy till f och om f dr partiellt deriverbar i a sd dr

filay=0, j=1,...,n.
Detta kan ekvivalent skrivas som att

grad f(a) = 0.

Bevis. Detta foljer av motsvarande resultat i en variabel — det vill sdga sats
(3.1.2) — genom att betrakta restriktionerna av f till de réta linjer genom a
som ar parallella med koordinataxlarna.

Eftersom f har ett lokalt extremvéirde i a maste &ven envariabelfunktionen

xj»%f(al,...,mj,...,an)

ha ett lokalt extremvirde for z; = a;, och ddrmed ar dess derivata 0 for z; = a;.
Men detta betyder exakt att

Fi(a) =0
for j=1,...,n. O

Ovningar

Ovning 3.1 (x). Berikna de partiella derivatorna av f(x,y) = sin(cos(zy)).

Ovning 3.2 (x). Beriikna de partiella derivatorna av f(z,y) = 2°y°z + zyz.

Beriikna gradienten av f(z,y, z) = 2% + 2y + 3.

(%)-
(%)-
Ovning 3.3 (x). Beriikna gradienten av f(z,y) = ey,
Ovning 3.4 ().
(%)-

Ovning 3.5 (x). Anvind definitionen av globalt minimum for att visa att

flay,z) =o' +y* + 22
har ett lokalt minimum i origo.

Ovning 3.6 (). Beriikna riktningsderivatan i riktningen (1,1,1)/v/3 av funk-
tionen f(z,y,z) = 22 + 3> + 2%x.

Ovning 3.7 (). Beriikna riktningsderivatan i riktningen v = (1,2) av funk-
tionen f(x,y) = z%y.

Ovning 3.8 (xx). Lat f(x,y) = 2* —y*. Visa att grad(f)(z,y) = 0 for (z,y) =
0, men visa att f varken har ett lokalt maximum eller minimum i origo.

Detta visar att villkoret att gradienten ar 0 i en punkt ar ett nodvindigt villkor
for att punkten ska vara en extrempunkt, men inte ett tillrdckligt villkor.
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Ovning 3.9 (x). Beriikna gradienten av f(z,y) = ) och visa att f inte
har ett lokalt maximum i origo.

Ovning 3.10 (%x). Anvind definitionen av differentierbarhet for att visa att
om en funktion f dr differentierbar i en inre punkt a € Dy sa ér f kontinuerlig
ia.

Ovning 3.11 (%). Betrakta funktionen sin(zyz?). I vilken riktning forindras
funktionen snabbast i punkten (0,1,2)7? Vad &r métetalet pa den maximala
forandringshastigheten?

Ovning 3.12 (% x%). I den hir uppgiften ska vi visa att det finns funktioner
som ar partiellt deriverbara, men som inte ar differentierbara.

Betrakta funktionen

Ty
f(m,y) _ {z2+y2 om x,y#O

0 omz =y =0.
(a) Visa att f dr partiellt deriverbar i origo.

(b) Visa att f inte &r kontinuerlig i origo.

(c) Anvind (b) och resultatet av en tidigare 6vningsuppgift for att visa att
f inte ar differentierbar i origo.

Ovning 3.13 (%). Betrakta funktionen z2y?z. I vilken riktning foréandras funk-
tionen snabbast i punkten (—1,—1,3)7 Vad dr métetalet pa4 den maximala
forandringshastigheten?

Ovning 3.14 (%). Lat t(z,y,2) = z/(2® + y?) beskriva temperaturen i ett
rum som bland anant innehéaller punkten (1,1,1). I vilken riktning ska man
rora sig fran punkten (1,1,1) for att temperaturen ska fordndras sa snabbt
som mojligt? Hur snabbat férdndras temperaturen i den riktningen?
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4 Sannolikhetsteorins grunder

Senare i kursen kommer det, vagt formulerat, ges information till en modell,
vilken dérefter ska gissa vad det ar for nagot som har givits till den. Den nya
informationen ar fran modellens perspektiv i nagon bemaérkelse slumpméssig,
och dess uppgift ar att anvénda tidigare information som den har fatt samt
den nya informationen for att avgora vad som mest troligt ar den béasta klassi-
ficeringen av den nya informationen. Till exempel kan den fa en bild i form av
massor med pixlar, och ska dérefter forsoka avgoéra om det &r mest sannolikt
att pixlarna forestéller en hund, en ménniska, eller en katt.

Vi kommer &ven i ett tekniskt skede att behova lagga pa brus i en algoritm
for att den ska undvika falska extrempunkter, och pa grund av detta kommer
vi dven behova ga igenom den teori som &r nodvéindig for att matematiskt
beskriva "att ldgga pa brus”.

4.1 Handelser och utfallsrum

I grunden for all sannolikhetsteori ligger hela tiden ett slumpezperiment. Med
detta menas en situation dar nagot kommer att intréffa, men dér vi inte med
sidkerhet kan sidga vad. Ett slumpexperiement kan till exempel vara situationen
"att vi slar en tarning”.

Definition 4.1.1. Resultatet av ett slumpexperiment kallas ett utfall. Mang-
den av mojliga utfall for ett slumpexperiment kallas wifallsrum. Vidare kallar
vi en viss specificerad delméngd av mojliga utfall for en hdndelse. A

Vi kommer att beteckna enskilda utfall med wq,usg,..., hindelser med ver-
saler, A, B, ..., och utfallsrummet med . Ett utfallsrum med &ndligt eller
upprakneligt manga utfall kallas diskreta utfallsrum, medans utfallsrum med
oupprakneligt manga utfall kallas kontinuerliga utfallsrum.

Det ar vart att papeka att ett utfall inte ar ett tal, och man kan dérfor inte i
allménhet prata om att addera, subtrahera och utfora andra klassiska opera-
tioner pa utfall. Ett utfall skulle till exempel kunna vara en persons fodelsedag,
eller fargen pa nista bil som aker forbi. Utfall och héndelser dr bara element
och mdngder av element, sa vi kan dock utfora vanliga méngdoperationer péa
dem.

Exempel 4.1.2. Betrakta aterigen experimentet av att sla en tarning. Ett ut-
fall 4r d& en av siffrorna 1, 2, 3,4, 5, 6, och utfallsrummet ar helt enkelt méngden
{1,2,3,4,5,6}. En héndelse &r alltsd en delméngd av dessa 6 tal. En hindelse
skulle till exempel kunna vara "att vi slar ett udda tal”, eller "att vi slar ett
tal mindre dn 4”. Dessa héndelser beskrivs d& av méngderna A = {1,3,5}
respektive B = {1,2,3}.

Héndelsen "att vi slar ett tal som bade &r ett udda tal och ett tal mindre &n
4" beskrivs av snittet av dessa tva méngder, det vill siga AN B = {1, 3}.

Att vi slar ett tal som &dr udda eller mindre &n 4 (eller bada) beskrivs som
unionen av dessa méngder, det vill siga av AU B = {1,2,3,5}.
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Att vi slar ett tal som inte 4r mindre &n 4 beskrivs av komplementet till
méngden "att vi slar ett tal mindre &n 47, det vill sdga av B¢ = {4,5,6}.

Att talet &r mindre 4n 4 men inte udda beskrivs som snittet av héndelsen
“talet &r mindre dn 4”7 och komplementet till handelsen "talet ar udda”, vilket
ar samma sak som att ta bort alla udda tal fran héndelsen "talet &r mindre &n
4”. Handelsen beskrivs alltsa av BN A°= B\ A = {2}. A

Som foregaende exempel illustrerar beskriver resultaten méngdoperationerna
pa tva givna héndelser A och B ritt naturliga hiandelser, ndmligen

att minst en av A och B intréffar skrivs som AU B,

att bdde A och B intraffar skrivs som AN B,
e att A inte intraffar skrivs som A€,

att A intraffar men inte B skrivs som AN B¢ = A\ B.

En speciell hindelse &r den tomma mdngden, "inget utfall”, vilket vi kommer
beteckna med . Tva handelser sigs vara oforenliga eller disjunkta om ANB =
@. Till exempel ar alltid en mangd oférenlig med sitt komplement. Resultatet
av ett tdrningsslag kan inte vara bade jamnt och uddal

A’ ANB’ A'nB

AUB A'UB'=(ANBY A'NB =(AUB)

D

Figur 4.1: Venndiagram som illustrerar hur komplement fungerar tillsammans
med snitt och unioner. I bilden anvénds S istéllet for S¢ for att beteckna kom-
plmentet till en méngd S. Bild av J. Scott Cardinal, himtad fran ResearchGate.

4.2 Sannolikheter pa utfallsrum

Nér vi nu har preciserat vad vi menar med utfall och utfallsrum ar vi redo att
definiera slumpforsok och sannolikheter pa sadana.

Ett slumpforsok pa ett utfallsrum bestar av ett forsok som resulterar i nagot
av utfallen i utfallsrummet, men dér man pa forhand inte kan veta exakt vilket
av utfallen som kommer att intréffa. For att beskriva slumpfoérsoket preciserar
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man darfor sannolikheterna for alla mojliga handelser i utfallsrummet. Sanno-
likheten for en hindelse A brukar betecknas med P(A), dar P alltsi ar en reell
funktion som definierad pa méngden av handelser i utfallsrummet. Dock &r in-
te vilken funktion som helst som &r definierad pa méngden av héndelser rimlig
som en sannolikhetsfunktion. Det &r till exempel orimligt att sannolikheten for
en hindelse dr negativ, vi vantar oss att sannolikheten for alla mojliga hdndel-
ser ska vara 1 (det vill séiga 100 procent) och sa vidare. Foljande krav pa vad
vi forvantar oss av nagot som beskriver sannolikheter pa ett utfallsrum kallas
for Kolmogorovs axiomsystem.

Definition 4.2.1. En reell funktion P definierad pa héandelser i ett utfallsrum
Q ar en sannolikhetsfunktion om den uppfyller foljande tre axiom.

e 0 < P(A) <1 for alla hindelser A C €2
e P(2)=1

e om AN B = sé giller P(AU B) = P(A) + P(B).

Om utfallsrummet &r odndligt ersétts det sista villkoret med:

Om Ay, As, ... ar en odndlig foljd av parvis oférenliga hiandelser, det vill sdga
A;NA; =0 for alla i # j, sa géller

(04) -
=1 =1
A

Det forsta villkoret sdger helt enkelt att sannolikheten for en héndelse &r mel-
lan 0 och 100 procent. Det andra axiomet sidger att sannolikheten att ndgon-
ting hander ar 100 procent. Det sista axiomet séger att sannolikheten for tva
oférenliga héndelser &r summan av var och en av hindelserna.

Den vanligaste tolkningen av en sannolikhet &r att om man utfor ett expe-
riment ett stort antal ganger bor andelen ganger da hédndelsen intraffar, det
vill sdga antalet ganger héndelsen intréffar delat pa det totala antalet utférda
experiment, ga mot sannolikheten fér héndelsen.

Om vi aterigen ténker pa slumpforsoket att sla en térning, si tédnker vi oss
att det bor vara lika stor sannolikhet att fa vilket som helst av de 6 mojliga
utfallen, det vill sédga 1/6 eftersom axiom 2 sdger att P({1,2,3,4,5,6}) = 1.
Sannolikheten att sla ett tal mindre &n 4 bor séledes vara 1/6+1/6+1/6 = 1/2
enligt axiom 3, och tolkningen av P({1,2,3}) = 1/2 &r alltsa att om vi slar
en tarning 1000 ganger vantar vi oss att vi ska sla ett tal mindre an 4 valdigt
néra halften av gangerna.

Detta ar helt i linje med var intuition, vilket ar ett bra tecken for var definition
eftersom den &dr en matematisk konkretisering av ett intuitivt begrepp.

Fran axiomen kan vi dra nagra ytterligare, vildigt intuitiva, slutsatser om hur
sannolikhetsfunktioner och mangdoperationer interagerar med varandra.
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Sats 4.2.2. Lit A och B vara godtyckliga hindelser i utfallsrummet Q. Dd
galler

o P(A%) =1 P(A)

e P(0U)=0
e P(AUB)=P(A)+ P(B)— P(ANB).
Bevis. Eftersom AN A= och AU A° = () galler det att
1=P(AUA®) =P(A)+ P(A°) = P(A°) =1— P(A),
vilket bevisar det forsta pastaendet. Eftersom ¢ = Q och P(Q) = 1 foljer det

andra pastaendet fran det forsta.

For att visa det sista pastaendet behover vi forst notera att A U B &r samma
sak som A, och att vi darefter lagger till de element i B som inte ocksé ligger
i A. Det vill siga

AUB =AU (BN A".

Eftersom BN A°C A°4r AN (BN A®) =0.

Det tredje axiomet ger oss darfor att
P(AUB) = P(A)+ P(BnN A°).

Nu kan vi dela upp B i tva disjunkta delar; de element som finns i bade B
och A, och de element som finns i B men inte i A. Vi har alltsa att B =
(BNA)U(BNA®), och (BNA)N(BNA®) = Q. Det tredje axiomet ger nu att

P(B)=P(BNA)+ P(BNA°)= P(BNA°)=P(B)— P(ANB).
Genom att sitta in detta i foregaende ekvation far vi att
P(AUB)=P(A)+ P(BNA°)=P(A)+ P(B)— P(ANnB),

vilket bevisar den sista ekvationen. O

4.3 Betingning och oberoende

Vi kommer nu introducera koncepten betingning och oberoende som beror
huruvida en héndelse intraffar paverkar huruvida en annan héndelse intraf-
far.

Om vi till exempel drar tva kort ur en vanlig kortlek med 52 kort paverkar
resultatet av den forsta dragningen sannolikheterna fér resultatet av den andra.
Om till exempel det forsta kortet vi drar &r ett ess ar sannolikheten att kort
nummer 2 ir ett ess 3/51 eftersom det finns 3 ess i leken och 51 kort totalt,
och alla kort har samma sannolikhet att dras. Om vi istéllet drar en kung &r
sannolikheten att dra ett ess 4/51, eftersom det i detta fall finns 4 ess kvar i
leken.
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Vad vi ar intresserade av har ar sa kallad betingad sannolikhet. Vi ar intres-
serade av att veta sannolikheten for en héndelse B betingat av att en annan
hindelse A redan har intréiffat. Detta skrivs som P(B|A) och ldses som san-
nolikheten for B betingat av att A har intréaffat.

I exemplet ovan &r héndelsen B att vi drar ett ess som vart andra kort. Om
héndelsen A dr héndelsen att vi drar ett ess som vart forsta kort ar alltsa
P(B|A) = 3/51. Om A é&r héndelsen att vi drar en kung som vart forsta kort
ar P(B|A) =4/51.

Forutsatt att det finns nagon underférstadd tidsordning som gor att A maste
intraffa innan eller samtidigt som B s& bor sannolikheten att B och A in-
traffar vara samma som sannolikheten att forst A intraffar, multiplicerat med
sannolikheten att B intraffar betingat pa att A redan har intraffat. Alltsa att
P(B|A)P(A) = P(ANB). Med detta som motivering ger vi féljande definition
av betingad sannolikhet i termer av redan kidnda begrepp.

Definition 4.3.1. Antag att A &r en hiéndelse som upppfyller att P(A) > 0.
Den betingade sannolikheten for hindelsen B givet att A har intraffat skrivs
P(B|A) och definieras som

P(BNA)

P(BIA) = =5

A

Exempel 4.3.2. Vid en hastighetskontroll utanfor en skola visar det sig att
30 procent av fordonen kor for fort, och att 6 procent av fordonen kér mer an
20 km/h for fort, vilket resutlerar i indraget korkort. Vad &r da sannolikheten
att en person som kor for fort far indraget kdrkort?

Vi later A vara héndelsen att ett fordon kor for fort, och B hindelsen att ett
fordon kor mer &n 20 km/h for fort. Notera att B C A, for kor man mer &n 20
km /h for fort s kor man for fort, s& P(BN A) = P(B) = 0.06. Sannolikheten
att en fortkorning resulterar i indraget korkort ar alltsa sannolikheten att B
intraffar (att personen kér mer &n 20 km/h for fort) betingat av att A redan
har intraffat (personen korde for fort), det vill sdga

P(BNA)

P(BIA) = =55

=0.06/0.3 = 0.2.

Nar man ar intresserad av sannolikheter for flera olika héndelser i ett slumpex-
periment dr man ofta intresserad av huruvida héndelserna beror av varandra
eller inte.

Till exempel noterade vi tidigare att resultaten av att dra kort ur en kortlek
beror pa de tidigare resultaten. Om det forsta kortet var ett ess gick ju sanno-
likheten ner for att det andra kortet ska vara ett ess. Déaremot paverkar inte
resultatet av ett tarningsslag resultatet av ytterligare ett tarningsslag.

I vardagligt tal tolkar man pastaendet "att tva héndelser &r oberoende av
varandra” som att de inte har nagot med varandra att gora. Vetskap om huruvi-
da den ena héndelsen har intréiffat eller ej paverkar inte sannolikheterna for
den andra héndelsen.
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Detta motiverar foljande definition.

Definition 4.3.3. Tva héandelser A och B dr oberoende om P(A|B) = P(A)
forutsatt att P(B) > 0, och P(B|A) = P(B) forutsatt att P(A) > 0. A

Notera att om bade P(A) och P(B) &r storre dan 0 sa ér de tva relationerna
ekvivalenta. Att visa detta ldimnas som en Gvning.

Ovanstéende definition &r inutivt tydlig da den pa ett matematiskt sitt séger
att sannolikheten att A hinder &r samma som sannolikheten att A hénder
betingat av att B redan har hént och vice versa, vilket helt enkelt betyder att
huruvida den ena héndelsen har intréffat eller ej inte paverkar sannolikheten
for den andra att intraffa.

Definitionen har dock nackdelen att den forutsitter att P(A) och P(B) é&r
storre dn noll. En alternativ definition, som dock inte &r lika intuitivt tydlig,
har inte detta problem.

Definition 4.3.4. Tva héndelser A och B ségs vara oberoende om
P(ANB) = P(A)P(B).
A

Notera att de tva definitionerna &r ekvivalenta om vi forutsétter att P(A) och
P(B) ar storre én noll.

Vidare séger vi att en méngd av héndelser {A;, Ay, ...} ar parvis oberoende
om det for alla par (i, j) med i # j giller att P(A4; N A;) = P(A;)P(4;).

Som tidigare har ndmnts &r de vanligaste situationerna da man stéter pa obe-
roende héndelser situationer da man utfor ett experiment flera ganger, och
senare experiment inte paverkas av resultaten av tidigare, eller situationer da
man utfor helt olika experiment. Till exempel paverkas inte sannolikheten att
man far triss i poker av att man fick triss férra gangen, och sannolikheten for
att f& triss i poker paverkas inte av huruvida den senaste bilen som séldes i
Sverige var svart eller inte.

Det finns dock situationer dér olika héndelser relaterade till samma experi-
ment ar oberoende. Téank till exempel att vi kastar en pil pa en piltavla och
att sannolikheten &r lika stor att traffa vilken punkt som helst, det vill sdga
sannolikheten att pilen landar i ett omrade av tavlan ges av

area(omrade)

area(hela tavlan)
(sahér ser troligtvis inte den riktiga sannolikhetsfunktionen ut fér nagon per-
son, men det ar tillrackligt for att illustrera poéngen).

Ar hindelserna A som betecknar att “pilen tréffar viinsrta halvan av tavlan”,
och B som betecknar “att pilen traffar hogra halvan av tavlan” oberoende?

Absolut inte! Tréaffar pilen hogra halvan av tavlan vet vi att den inte tréffade
vanstra halvan av tavlan, och vice versa.

Matematiskt kan detta visas genom att visa att P(AN B) # P(A)P(B).
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Vi har att
area(vinstra halvan av tavlan)

P(A) =

=1/2
area(hela tavlan) /2

och

P(B) = area(hogra halvan av tavlan)

=1/2
area(hela tavlan) /%

si P(A)P(B) = 1/4.

Men om vi later C' beteckna méngden av punkter som ligger pa bdde vinstra
och hogra halvan av tavlan &r

area(C)

P(ANB) =
(4nB) area(hela tavlan)

—0+#1/4.

Héndelserna ar alltsa inte oberoende.

Daremot ar handelserna "att tréffa 6vre halvan av tavlan” och "att tréaffa hogra
halvan av tavlan” oberoende! Detta pa grund av att det &r 50 —50 om vi tréaffar
hoégra halvan eller ej, och det fordndras inte av att vi vet att pilen traffade den
ovre halvan, for den Gvre vianstra halvan och den 6vre hogra halvan av tavlan
ar lika stora, sa det &r fortfarande 50 — 50 att pilen hamnade pa den hogra
halvan. Att visa detta rigorost lamnas som en 6vningsuppgift.

4.4 Slumpvariabler

Vi har nu bekantat oss med slumpférsok och sannolikheter. Som tidigare har
ndmnts kan man i allménhet inte utfora klassiska matematiska operationer
pa resultaten av slumpforsok; vad &r till exempel differensen av resultaten av
tva slumpfoérsok om férgen pa nyligen salda bilar? Men vissa slumpférsok ger
upphov till numeriska resultat, och sadana slumpférsok ar av extra intresse.
Dels for att de ar vildigt vanligt férekommande, men &ven for att vi har mer
mojligheter att jamfora olika sddana resultat. Till exempel kan vi da prata om
differenser mellan utfall.

Nér slumpexperiment ger upphov till numeriska vérden kallas de for slumpuva-
riabler eller stokastiska variabler.

Exempel 4.4.1. Ett kafé véljer att rikna antalet personer som gar in i affaren
varje dag. Antalet personer som gar in i affiren varje dag kan betraktas som en
slumpvariabel. Ett annat exempel pa en slumpvariabel ar antalet arbetsdagar
som paborjas innan kaféet ar uppe i sammanlagt 1000 besokare (fran att de
borjade rdkna da saklart). Bada dessa antal kommer med nodvindighet vara
heltal (och icke-negativa). Men sédger da att man har en diskret slumpvariabel.
A

Exempel 4.4.2. Ett barns vikt vid fodsel kan betraktas som en slumpvariabel.
Eftersom vikten i princip kan vara vilket postivt reellt tal som helst (eller man
kan vil egentligen sétta nagon form av 6vre begransning), och inte bara heltal,
sags slumpvariabeln vara kontinuerlig. Den uppmatta vikten ar ddremot inte
kontinuerlig, da den i allménhet avrundas, oftast till hela gram. A

45



Definition 4.4.3. En slumpvariabel, eller stokastisk variabel X (u) ar en reell-
vérd funktion definierad pa utfallsrummet fér nagot slumpforsok

X:0—=R.

Nér slumpforsoket har genomforts och ett utfall har erhéallits sdgs funktionens
varde for utfallet vara en observation av slumpvariabeln. A

Nér det inte dr explicit nédvéndigt brukar inte funktionsargumentet skrivas
ut, och vi skriver da bara X istéllet for X (u). Slumpvariabler kommer att
becknas med stora bokstaver X,Y, Z, och motsvarande observationer kommer
att betecknas med sméa bokstéver z,y,z. Vi anvinder alltsa stora bokstéaver
for att beteckna sjalva funktionerna pa utfallsrummet, och smé bokstéver for
att beteckna de konkreta tal som kommer ut ur dessa funktioner efter ett
genomfort slumpforsok.

Vi kommer ofta att vara intresserade av att veta sannolikheten att en slumpva-
riabel hamnar i en viss delméngd. Lat alltsdé A C R, vi dr da ofta intresserade
av att veta

Pue: X(u) e A).

Alltsa, vad ar sannolikheten att vi far ett utfall u som avbildas in i A? Detta
kommer dock av bekvamlighetsskil ofta att forkortas till P(X € A).

Kom ihag att P &r en reell funktion som tar en delméngd av 0 som sitt
argument, medan for en given slumpvariabel X dr P(X € A) en reell funktion
som tar en delméngd av R som sitt argument.

Vi har tidigare stott pa vissa slumpforsok vars utfallsrum ar en delméngd av
R, och saledes kan vi direkt tédnka pa dessa slumpfoérsok som slumpvariabler.
Ett exempel péa detta &r resultatet av ett tdrningskast. S& behover det dock
inte alltid vara, vi kan utfora andra operationer pa resultaten av slumpférsck
for ett erhalla nya slumpvariabler.

Exempel 4.4.4. Betrakta slumpforsoket av att kasta tva tdrningar. Varje
tarning kommer ge ett tal mellan 1 och 6, och utfallsrummet € &r da alltsa
méangden av par av heltal mellan 1 och 6, dvs

Q={(z,y) 12,y €{1,2,3,4,5,6}}.

Fran detta slumpforsck kan vi skapa massor med nya slumpvariabler. Ett av
de vanligaste &r att betrakta summan av de tva traningskasten, det vill sidga

X:Q-R, X:(z,y) —>zx+uy.

Men det finns saklart mycket mer vi kan gora. For tva heltal n,m € Z kan vi
till exempel betrakta

X: Q>R X:(z,y) —z"y™.

Om n = m = 1 far vi alltsad produkten av vara tdrningskast, medan om n =
1, m = 0 far vi bara resultatet av den forsta tdrningen.
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Det finns dock ingenting som séiger att vi maste begrénsa oss till “vanliga”
funktioner. Om vi spelar ett spel &ar vi kanske intresserade av sannolikheten
att vi far par, det vill sdga att vi far samma resultat pa bada tédrningarna. Da
kan till exempel slumpvariabeln

1 omz=y

0 annars

X :Q—-R, X:(:z:,y)—>{

vara av intresse.

Med denna slumpvariabel X ges da sannolikheten av att fa par av

PlueQ: X(u) € {1}).

Ovningar

Ovning 4.1 (%). Bevisa att for tva godtyckliga hindelser A och B giller det
att
P(AuUB) < P(A)+ P(B).

Ovning 4.2 (). Finns det nagon sannolikhetsfunktion P for vilken det exi-
sterar handelser A och B sa att

P(A)=03, P(B)=02 P(ANB)=0.6?

Ovning 4.3 (). Betrakta ett slumpexperiment med tva hindelser A och B
som uppfyller att P(A) = 0.3, P(B) = 0.5 och P(AU B) = 0.6. Berékna
P(ANB).

Ovning 4.4 (x). En vanlig tirning kastas. Lat A vara héindelsen att tirningen
visar ett udda tal, B héndelsen att talet blir minst 4, och C, héndelsen att
talet &r delbart med 3.

(a) Ar A och B oberoende?
(b) Ar A och C oberoende?

(c) Ar B och C oberoende?

Ovning 4.5 (xx). Betrakta slumpexperimentet att vi kastar en pil pa en
piltavla. Lat €2 beteckna piltavlan och anta att sannolikheten att pilen landar
i en delméngd A C () ges av

(a) Visa att P(A) uppfyller alla axiomen i Kolomogorovs axiomsystem, och
saledes beskriver en sannolikhetsfunktion.
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(b) Visa att hdndelserna A = "pilen landar pa den 6vre halvan av piltavlan”
och B = "pilen landar pa den hogra halvan av piltavla” ar oberoende.

Ovning 4.6 (xx %). Visa att om A och B ir oberoende sé #r dven A° och B
oberoende, A och B¢ oberoende, och A¢ och B¢ oberoende.

Ovning 4.7 (x%). For tva hindelser A och B giller det att P(A) = 0.4,
P(A|B) = 0.6, och P(B|A) = 0.75. Vad &r sannolikheten att minst en av A
och B intraffar?

Ovning 4.8 (). Betrakta slumpexperimentet att person X och person Y
kastar en vanlig tdrning var. Vad &r sannolikheten att Y's tdrning visar ett
storre tal &n X's tdrning?

Ovning 4.9 (xx). Betrakta slumpexperimentet att person X kastar en vanlig
tarning och att person Y kastar 2 vanliga tarningar.
Vad &r sannolikheten att nagon av person Y's térningar visar ett storre tal an

talet pa person Xs térning?

Ovning 4.10 (%%%). Lat k > 1 vara ett heltal och betrakta slumpexperimen-
tet att person X kastar en vanlig tdrning och att person Y kastar k vanliga
tarningar.

Vad ar sannolikheten att nagon av person Y's tdrningar visar ett hogre tal an
talet pa person Xs térning?

Ovning 4.11 (x*). Bevisa att om A C B sa ar P(A) < P(B).

Ovning 4.12 (). Betrakta slumpexperimentet att vi tva ganger véljer nagot
heltal mellan 1 och 5, och att det &r lika sannolikt att varje tal viljs. Utfallet
kommer vara ett par (x,y), dir z,y € {1,2,3,4,5}. Betrakta slumpvariabeln

X: Q=N X:(r,y) >z+y,

det vill siga X ar slumpvariabeln som ger summan av de tva talen.

Vad ar sannolikheten att X = 107 Vad ar sannolikheten att X = 37

Ovning 4.13 (%). Betrakta slumpexperimentet att vi slar tre vanliga téar-
ningar. Utfallet kommer vara en trippel (z,y, z), dar z,y,z € {1,2,3,4,5,6}.
Betrakta slumpvariabeln

X: Q=N X:(r,y,2) >x+y+ 2z,

det vill sdga X ar slumpvariabeln som ger summan av de tre tdrningskasten.

Vad ar sannolikheten att X = 187 Vad ar sannolikheten att X = 177
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5 Matt pa slumpvariabler och normalfordelningar

Vart nasta mal ar att introducera de funktioner som beskriver slumpstruktu-
ren hos diskreta och kontinuerliga slumpvariabler, ndmligen sannolikhetsfunk-
tionen respektive fordelningsfunktionen. Dessa ligger till grund fér néstan all
analys av slumpvariabler, och kommer konkret behdvas i den hér kursen for att
kunna definiera vintevirde och varians. Slutligen kommer vi att introducera
den kanske viktigaste fordelningen av alla, ndmligen normalférdelningen.

5.1 Diskreta slumpvariabler och sannolikhetsfunktioner

Definition 5.1.1. En slumpvariabel X &r diskret om den endast kan anta
andligt eller upprakneligt oandligt antal varden =1, s, .. .. A

Definition 5.1.2. Sannolikhetsfunktionen, px, for en diskret slumpvariabel X
definieras av

px(x) := P(X € {z}) = P(X antar virdet z), z =xz1,29,....

A

Exempel 5.1.3. Betrakta exemplet fran foregaende kapitel dar vi slar tva
tarningar och X &r sannolikhetsfunktionen som &ar 1 om vi far par, det vill
sdga samma tal pa bada tarningarna, och 0 annars.

Denna slumpvariabel ar diskret da den endast kan anta vardena 0 och 1.

Sannolikheten att den ska bli 1 ar

px (1)

PlueQ: X(u)=1)

P(ue {(1,1),(1,2),...(6,6)} : X(u) =1)
P(ue{(1,1),(2,2),...,(5,5),(6,6)})
1/6.

Att den sista sannolikheten &r 1/6 foljer eftersom vi har 6 mojliga utfall som
ger vardet 1 av totalt 36 stycken, och alla utfall &r lika troliga.

Vidare dr X(u) =0 <= X(u) # 1, sa

px(0)=P(X=0)=1-P(X=1)=1-1/6=5/6.
A

Nagra viktiga egenskaper som géller for sannolikhetsfunktioner formuleras i
foljande sats.

Sats 5.1.4. For en diskret slumpuvariabel X galler
o 0<px(k) <1 forallak
o > ppx(k)=1
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e Pla< X <bh)= Zk:agkgpr(k)
o P(X <a)=> 1 <aPx(k)
e Plx>a)= Zk:k>apX(k) =1- Zk;kgapX(k) =1-P(X <a).

Dessa egenskaper foljer direkt fran Kolmogorovs axiom och vi uppmuntrar
ldsaren att verifera dessa sjilv.

Exempel 5.1.5. Tre personer korrekturldser en text i vilken det finns exakt
ett stavfel. For var och en av dessa personer dr det 10 procents chans att
de missar detta stavfel. Lat X vara det antal bland de tre personerna som
missar stavfelet. Vilka observationsvirden k kan X ha? Vad &ar px (k) for dessa
observationsvéarden?

Eftersom 3 personer léser texten kan anting inga, 1,2 eller 3 personer missa
stavfelet.

Vi borjar med att harleda px (k) for de enklaste virdena, ndmligen 0 och 3.
Eftersom det ar 10 procents sannolikhet att en person missar stavfelet ar san-
nolikheten att alla missar stavfelet px (3) = 0.13. Eftersom det fir 90 procents
sannolikhet att en enskild person hittar stavfelet &r sannolikheten att ingen
missar stavfelet py (0) = 0.93.

Att exakt en person missar stavfelet &r lite svarare. Sannolikheten att den
forsta personen missar stavfelet &r 0.1, och déarefter ar sannolikheten att den
andre hittar det 0.9, och att den tredje hittar det ocksa 0.9. Sammanlagt
ar sannolikheten for att den forsta missar stavfelet och de andra hittar det
0.1-0.9%2. Motsvarande berikningar ger samma sannolikhet for att exakt den
andre personen missar och de andra hittar, och att exakt den tredje personen
missar och de andra hittar, s& sammanlagt far vi att sannolikheten for att
precis en person missar ar

px(1) =3-0.1-0.92

Slutligen kan vi anvinda egenskaperna for sannolikhetsfunktioner for att héar-
leda att

px(2) =1—px(0) —px(1) —px(3) =1-0.9> —3-0.1-0.9% — 0.1°.
A

Denna typ av sannolikhetsférdelning ar vildigt vanligt férekommande och kal-
las en binomialfordelning. De uppkommer i situationer som den ovan, alltsa
da vi utfor ett experiment ett visst antal ganger, n, och experimentet lyckas
med négon sannolikhet p, och misslyckas med nagon sannolikhet 1 — p och vi
dérefter undrar vad sannolikheten dr att exakt k av de n utférda experimenten
lyckas.

5.2 Fordelningsfunktioner

Ofta &r man intresserad av att berdkna uttryck som

Pla < X <b),P(X <a), och P(X > a).
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Om man till exempel vill berdkna sannolikheten att summan av fem t&rnings-
slag &r storre dn 25 &r man intresserad av att berdkna P(X > 25) for nagon
lamplig slumpvariabel X.

For en diskret slumpvariabel sag vi tidigare att vi kan anvidnda oss av san-
nolikhetsfunktionen for att fa ut information av den typen och for att fa ut
information om slumpvariabeln i allménhet. Fér en kontinuerlig sannolikhets-
funktion &r ofta sannolikheten att fa exakt ett specifikt virde k helt obefintlig,
och vi kan dérfor inte prata om en sannolikhetsfunktion, P(X = k), pa ett
meningsfullt sédtt. Vi introducerar istéllet foljande funktion som ger relevant
information for bade diskreta och kontinuerliga slumpvariabler.

Definition 5.2.1. Férdelningsfunktionen Fx(t) for en slumpvariabel X defi-
nieras av
Fx(t):=P(X <1t),—0c0 <t < o0.

Notera att for en diskret slumpvariabel giller Fx(t) = >, px ().

Summor for diskreta objekt motsvaras av integraler for kontinuerliga objekt.
Med detta som motivation introducerar vi féljande begrepp som ar kontinuer-
liga motsvarigheter till diskreta slumpvariabler och deras sannolikhetsfunktio-
ner.

Definition 5.2.2. En slumpvariabel X ségs vara kontinuerlig om det finns en
funktion fx(t) sa att det for "alla” méngder A géller att

P(XeA) = / fx(t)dt.
A
Funktionen fx kallas fér slumpvariabelns tdthetsfunktion. A

Notera att definitionen ovan inte &r helt entydig, vi kan till exempel alltid
andra funktionens varde i nagon enstaka punkt utan att det paverkar integralen
till hoger. Det ar underforstatt att vi alltid véljer “den mest kontinuerliga”
tathetsfunktionen.

Vidare ér det sa att till och med for valdigt snélla tdthetsfunktioner &ar inte
integralen till hoger nédvandigtvis vildefinierad. Till exempel kan man be-
trakta téthetsfunktionen fx (f) som &r 1 om 0 < ¢ < 1, och 0 annars. Den hér
funktionen fordelar all sannolikhet pa intervallet [0, 1], och P(x € A) &r direkt
proportionerlig till storleken pa A. Det finns dock delméngder av S C [0, 1] {or

vilka
/S Fr(t)dt = /S 1t

inte ar valdefinierat. Det vanligaste exemplet &r méngden av rationella eller
irrationella tal mellan 0 och 1. Préva att berdkna integralen ovan med hjilp
av definitionen for en integral och se vad som gar fel!

Definitionen fungerar dock bra féor méangder A som kan beskrivas som unioner
av Oppna intervall, vilket &r tillrackligt for vara d&ndamal.

For en kontinuerlig slumpvariabel &r uppenbarligen tathetsfunktionen och for-
delningsfunktionen relaterade. Sambandet mellan dem beskrivs i foljande sats.
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Sats 5.2.3. For en kontinuerlig slumpvariabel X med tdthetsfunktion fx och
fordelningsfunktion Fx gdller

Fy(z) = /_ Tt

och omwdnt gdller det att

fx(z) = F)’((l‘) _ }llli% FX(x—i-h})L — FX(Q:)

for de punkter dar fx(x) dar kontinuerlig.

Beuvis. Det forsta pastaendet foljer direkt fran definitionerna av férdelnings-
funktionen respektive tathetsfunktionen.

Det andra péastaendet dr en direkt konsekvens av det forsta pastdendet och
analysens fundamentalsats. O

Notera dven att
t
tlgglo /_OO fx(t)dt = tlggoFX(t) = tlgroloP(u €Q:X(u) € (—o0,t]) =1

Man kan faktiskt visa att varje funktion f(z) som uppfyller att f(x) > 0 och
att f_oooo f(z)dz = 1 motsvarar en slumpvariabel X genom att man definierar
X utifran likheten

P(X € A):= /Af(x)dx

Exempel 5.2.4. Lat a > 0 vara ett reellt tal och lat X vara en slumpvariabel
med téthetsfunktion fx () = ae™% fér t > 0 och fx(t) =0 for ¢t < 0.

En sddan slumpvariabel sdgs vara exponentialférdelad. Exponentialférdelning-
ar uppkommer i situationer d4 man méter tiden fram tills att nagot intréffar,
och denna sak har samma sannolikhet att intraffa i varje givet 6gonblick. Till
exempel dr tiden till att nésta person kommer in genom dorren pa ett kafé
(under 6ppettider och nagon relativt fix tid pa dagen, sidg 10:00 - 10:30) expo-
nentialférdelad for ndgon parameter a, och samma sak géller for hur lang tid
det tar innan en radioaktiv partikel sonderfaller.

For en exponentialférdelad slumpvariabel kan vi till exempel riakna ut att for-
delningsfunktionen ges av

x
Fx(x) = / ae”dt = [—e )F =1 — e ",
0

Harifran ar det tydligt att lim, o Fix(z) = 1, vilket &r tur eftersom det var
ett, villkor for att F'x ska vara en riktig fordelningsfunktion till att borja med.

Om vi nu till exempel ténker oss att X &r en slumpvariabel som beskriver
tiden det tar innan nésta person géar in genom dorren pa ett kafé, och téathets-
funktionen for X ges av fy(t) = 272! dir ¢ méter tiden i timmar, si siger
formeln ovan att sannolikheten att nésta person har kommit in pa kaféet inom
en halvtimme ar Fy(1/2) = 1 — e 2(1/2) &~ 0.63, och sannolikheten att nista
person har kommit in inom en timme &r Fy (1) =1 —e~2 ~ 0.86.

A
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5.3 Vantevarde

Man vill ofta uttala sig om storleken av en slumpvariabel. Det finns givetvis
massor med sétt att gora detta pa, man kan till exempel kolla pa det storsta
vardet som mojligtvis kan antas, eller det minsta virdet som kan antas, men
det vanligaste méattet for en slumpvariabels storlek ar vdntevdrdet.

Vantevardet dr pa manga satt den stokastiska versionen av medelvirde; man
berdknar summan respektive integralen av alla mojliga utfall viktat med hur
sannolikt det &r att slumpvariabeln antar varje utfall. Nar man méter medel-
viardet av nagonting s sker sjalva viktningen implicit genom att vissa utfall
ar mer vanligt férekommande i dataméngden dn andra. Om man till exempel
maéter medellangden av alla mén i Sverige, och det &r dubbelt s& manga som
ar mellan 175 och 185 &n som &r mellan 185 och 195, sa far den forsta gruppen
"dubbelt s& mycket vikt” i berdkningen av medelvardet, helt enkelt genom att
den gruppen &r dubbelt sa vanligt forekommande.

Definition 5.3.1. Vintevirdet for en slumpvariabel X betecknas med E(X),
px, eller bara p om det inte kan forvixlas med andra vintevirden. For en
diskret slumpvariabel definieras vanteviardet genom summan

E(X):=> k-px(k),
k
och for en kontinuerlig slumpvariabel genom integralen

mxy—/mxfﬂmm.

—00

A

Notera att definitionen bara géller om summan eller integralen ovan ar valde-
finierad. Om integralen eller summan ovan &r oéndlig sdger vi att X saknar
vantevarde.

Notera dven att vanteviardet for en slumpvariabel ar ett fixt reellt tal, till
skillnad fran sjilva slumpvariabeln som &r en funktion pa utfallsrummet och
kan anta olika varden.

Exempel 5.3.2. Betrakta aterigen exemplet med att vi slar en térning och
lat X vara slumpvariabeln som ger oss talet som kommer upp nér vi slagit
tarningen. Eftersom alla utfall ar lika sannolika, det vill sdga px(j) = P(X =
j)=1/6for j =1,2,...,6, ges vintevirdet av

6 6
ko 1+2+3+4+5+6 21
B =Y kol = 3 b o LEREBEASEO Ay
k=1 k=1

A

Exempel 5.3.3. Betrakta aterigen exemplet dar X &r en exponentialférdelad
slumpvariabel, alltsd att x har tithetsfunktion fx(t) = ae™ for nagot a > 0
om t >0 och fx(t) =0 om t < 0. Vantevirdet for X ges da av

e_“t]oo 1

a

E(X) —/ tae”%dt = [—teat —
0

0 a
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5.4 Varians och standardavvikelse

Vantevardet beskriver, som namnet antyder, det forvintade utfallet av en
slumpvariabel. Detta dr dock bara en siffra, och ger givetvis inte all relevant
information om en slumpvariabel. En annan kvantitet som ofta &r av intresse ar
variansen, vilket ar ett matt pa hur mycket spridning slumpvariabeln har. Be-
trakta till exempel tva grupper med sex personer i varje, i den ena gruppen &ar
personerna 100, 200, 120, 180, 190 och 110, cm langa, och i den andra gruppen
ar alla personerna 150 cm langa. De bada grupperna har samma medellangd,
men i den ena gruppen ar férdelningen av langder uppenbarligen mycket mer
(helt) koncentrerad kring medelvirdet. Variansen kvantifierar den férvéntade
avvikelsen fran medelvirdet for en slumpvariabel.

Definition 5.4.1. Variansen V(X) for en slumpvariabel X med véntevérde
p definieras som V(X)) := E((X — u1)?) om detta uttryck &r #ndligt. Variansen

betecknas ofta med o2 eller 02. A

Om X med 100 procents sannolikhet antar sitt medelvarde blir variansen 0,
medan om X med stor sannolikhet hamnar véldigt langt ifréan sitt medelvérde
blir variansen stor, varav detta ger ett matt pa spridningen.

Notera &@ven att det inte kan ske nagon kancellering av termer i berdkningen av
vantevardet i formeln da alla termer ar positiva eftersom vi betraktar kvadraten
av avvikelsen fran vintevirdet, (X — u)2.

Exempel 5.4.2. Som vi tidigare har berdknat ar vintevardet for ett tarnings-
slag 3.5. Eftersom px (k) = 1/6 for k = 1,...,6 ges variansen av

135 35

6 6
E((X —=35)%) =) (k—35) k:):éZ(k:—B.B)Q:é?_E.

A

Att berdkna varians utifrén formeln &r dock ofta onddigt krangligt. Istéllet
anvander man ofta foljande formel.

Sats 5.4.3. For en slumpvariabel X med vintevdrde p gdller
V(X) = B(X?) - i* = B(X?) - BE(X).

Bewvis. Vi visar formlen i fallet d& X &r en kontinuerlig slumpvariabel, och
vantevardet alltsa ges av en integral. Fallet d& X &r en diskret slumpvariabel
visas pa samma satt.

Fran definitionen av varians har vi att

V(X) = / (@ )y (o) de

—00

= /Oo (@® = 2xp + %) fx (w)dx

—00

= /OO 22 fx (z)dx — 2,u/oo zfx(z)dr + p /OO fx(x)dx

—00 —0o0
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Den forsta termen dr definitionsmissigt F(X?), och integralen i den andra
termen #r definitionsmiissigt F(X) = p. Den andra termen blir alltsa —242,
och eftersom

[e.e]
/ fx(z)dr =1,
—0o0
blir den tredje termen p2. Tillsammans far vi alltsa att
V(X) = B(X?) —2p% + pi* = B(X?) — pi*.
O

Ett betydigt battre och mer anvant matt pa spridningen &n variansen ar stan-
dardavvikelsen. Man behover dock rdkna ut variansen for att kunna rdkna ut
standardavvikelsen, varav vi definerade variansen forst.

Definition 5.4.4. Standardavvikelsen D(X) for en slumpvariabel X definieras
som

D(X) == /V(X).

Standardavvikelsen betecknas ofta med o eller ox. A

Notera att standardavvikelsen, precis som variansen och vantevirdet ar ett
reellt tal, aterigen till skillnad fran slumpvariabeln som &r en funktion och kan
anta olika virden vid skilda observationer.

Huvudanledningen till varfor standardavvikelsen ar ett battre matt an vari-
ansen ar att standardavvikelsen, precis som vénteviardet men till skillnad fran
variansen, har samma enhet som slumpvariabeln sjdlv. Om slumpvariabeln till
exempel ger langden pa fotbollsspelare i meter kommer vantevirdet och stan-
dardavvikelsen ocksa vara uttryck i meter, medan variansen ger ett uttryck i
kvadratmeter eftersom variansen ar vantevardet av avvikelsen fran vintevérdet
1 kvadrat.

5.5 Normalfordelning

Vi avslutar det har kapitlet och var korta genomgang av sannolikhetsteori med
att introducera den kanske viktigaste fordelningen av alla, ndmligen normal-
fordelningen.

Anledningen till detta ar en oerhort viktig sats som kallas centrala grinsvdrdes-
satsen. Den sdger att om man adderar ett stort antal oberoende slumpvariab-
ler, eventuellt med olika fordelningsfunktioner men med &ndliga varianser, sa
kommer resultatet att vara normalfordelat. Detta gor att normalférdelningar
uppkommer hela tiden, i alla m6jliga olika sammanhang. Det enda som kravs
ar att man betraktar en kumulativ effekt av nagot som sker tillréckligt ofta.

Definition 5.5.1. En kontinuerlig slumpvariabel X ségs vara normalférdelad
med parametrar ;o och o2 om téthetsfunktionen ges av

1 _ew?
fx () = e 2?, —oo << o0
oV2m
For sadana X anviinds ofta beteckningen X ~ N (u,0?). A
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fx(u)

Figur 5.1: Bilden visar en normalférdelning, och arean av det orangefargade
omradet ger virdet av fordelningsfunktionen evaluerad i punkten zx.

Som valet av symboler for parametrarna antyder har X ~ N (u, 0?) vintevirde
i, varians 02, och standardavvikelse o. Att visa detta kriver dock att man kan

berakna
o0 2
/ e dx,
— 00

vilket gors genom ett smart trick och formeln fér variabelbyte for funktioner
av flera variabler, vilket vi tyvérr inte hinner ga igenom i den hér kursen.

Ovningar

Ovning 5.1 (). Betrakta slumpexperimentet att vi slar tva vanliga tirningar
och betrakta slumpvariabeln

X:Q-=N, X:(z,y)—2®+y.
Berékna px(34) och Fx(34).

Ovning 5.2 (%). Betrakta slumpexperimentet att vi slar tva vanliga tarningar
och betrakta slumpvariabeln

X:Q—=N, X:(z,y)— zxy.
Berékna px(33) och Fx(33).

Ovning 5.3 (xx*). Lat X och Y vara tva slumpvariabler. Bevisa att vinte-
virdet av X + Y ges av E(X) + E(Y).

Ovning 5.4 (). Betrakta slumpexperimentet att vi slar tva vanliga tirningar
och betrakta slumpvariabeln

X: Q=N X:(r,y —>z+y.

Berdakna sannolikhetsfunktionen av X.
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Ovning 5.5 (). Beriikna vintevirdet for summan av tva tdrningsslag med
vanliga tarningar.

Ovning 5.6 (x%%). Lat X och Y vara tva oberoende slumpvariabler. Visa att
E(XY)=EX)E(Y).

Ovning 5.7 (x). Betrakta ett (slump)experiment som har sannolikhet p att
lyckas, och ddrmed sannolikhet 1—p att misslyckas. Lat X vara slumpvariabeln
som ger 1 om experimentet lyckas, och 0 annars.

Vad ar vantevardet for X? Vad ar variansen for X7

Ovning 5.8 (x*). Betrakta ett (slump)experiment som har sannolikhet p att
lyckas, och ddrmed sannolikhet 1 — p att misslyckas. Antag nu att vi utfor
experimentet n ganger, och att resultatet av varje utférande &r oberoende av
de andra resultaten. Lat X; vara slumpvariabeln som ger 1 om experiment j
lyckas, och 0 annars.

Vad dr véntevardet av 7 ; X;7 Vad ér vintevirdet av [[7_, X;?

Ovning 5.9 (x%). Lat X vara en slumpvariabel vars utfall ligger i intervallet
(a,b) dar a,b € R och a < b. Vi séger att X ar likformigt fordelad om alla
intervall av samma ldngd har samma sannolikhet. Man kan visa att detta

innebar att
langd(A)

b—a ’
for ndgorlunda naturliga delméngder A C (a,b) (det maste till exempel ga att
méta langden av delméngden).

P(XeA)=

(a) Hitta fordelningsfunktionen och téthetsfunktionen for X.
(b) Berdkna véintevirdet for X.

(c) Berikna variansen for X.
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6 Maskininlarning

6.1 Vad ar maskininlarning?

Med data kan man lidra datorer att sjdlva upptécka och ldra sig regler for
att 16sa en uppgift, utan att programmera datorerna med regler for just den
specifika uppgiften i fraga. Detta kallas for maskininlarning.

Maskininlarning &r ett omrade inom artificiell intelligens och anvénds till ex-
empel inom robotik, programvaruutveckling, sjalvkérande bilar, medicinsk di-
agnostik och stromningstjdnster pa internet.

Eftersom samhéllet blir mer och mer digitaliserat har vi samlat mer och mer
data. Det har varit svart att hantera all data men maskininlarning kan hjalpa
oss att béttre analysera och forsta var data. I denna kurs ska vi diskutera
djupinlédrning som dr en del av omradet maskininldrning (se Figur 6.1).

Artificiell

intelligens

Figur 6.1: Artificiell intelligens, maskininlérning och djupinlérning

6.2 Vad ar djupinldrning?

Djupinlérning &r inspirerad av hjarnans struktur och skapar representationer
i flera steg som kallas lager. I Figur 6.2 ser man ett djupt neuralt nétverk
med ett inputlager, ett dolt lager och ett outputlager och i Figur 6.3
ser man ett djupt neuralt nétverk med ett inputlager, tre dolda lager och
ett outputlager. Var och en av cirklarna kallas en nod. Noder representerar
informationen som flyter in i nétverket.

Podngen med allt det hér &r att skapa béttre representationer for varje lager.
Djupa neurala nétverket forvandlar data som matas in (input) till andra re-
presentationer som blir mer informativa (output). Generellt kan man séga att
nétverket filtrerar informationen sa att endast de anvéindbara och karaktaris-
tiska dragen &r kvar i det sista lagret. Man kan anvianda flera hundra lager med
hundratals noder i varje lager om man har en dator som kan klara av det.

I slutet av kursen ska ni férsta grunden till djupinldrning och anvanda det for
att implementera maskininldrning. Mer specifikt kommer ni att kunna approx-
imera en funktion fran data med hjélp av artificiell intelligens.
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Inputlager Dolt lager 1 Outputlager

Figur 6.2: Ett djupt neuralt ndtverk med ett dolt lager

Inputlager Dolt lager 1 Dolt lager 2 Dolt lager 3 Outputlager

/:W:\o

e e e
rs
S ws

Figur 6.3: Ett djupt neuralt ndtverk med tre dolda lager

6.3 Ett djupt neuralt natverk

Varje lager tar emot information fran foregaende lager i form av flera tal och
dérefter gor berdkningar med talen. Talen representerar nagon typ av informa-
tion. De nya talen skickas vidare till ndsta lager. Vi séger att ingdngsnoderna
tar ingangsvirden. Ingangsnoderna ar de grona noderna i Figur 6.2. De kan
t.ex. vara en bindr 1 eller 0, en del av ett RGB-fargvirde m.m. Talen som kom-
mer ut fran modellen heter utgdngsnoderna. Utgangsnoderna &r de roda
noderna i Figur 6.2.

6.3.1 Att beridkna det andra lagret

Vi illustrerar hur man berdknar noderna i det andra lagret i Figur 6.4 med det
foljande exemplet. Vi noterar att det finns andra sétt att arrangera modellen
an det som foljer. Poéngen &r att parametrarna ar kopplade till varandra, som
kan ses i en méngd olika md&jliga modeller. Vi har valt ett enkelt sétt att borja
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med i detta kapitel. Kapitel 7 visar en mer komplicerad modell.

ol

Figur 6.4: Berdkna andra lagret

Exempel 6.3.1. Varje nod haller ett tal. Vi vill forst berdkna nod agl) i
Figur 6.4. Noden

o
ar forsta noden (subscript) i det forsta dolda lagret (superscript). Noder i
inputlagret har superscript noll, d.v.s.

o

5 )j:]-)"'ano

(1)

dir ng = 3 ar det totala antalet noder i inputlagret. Vi berdknar a; ' som

1 0 0 0 0 0 0 0
o9 = (el + e + 0 + 5 1)

med vikten wi?}, 7 =1,2 3, bias bgo) och

1
o(z) = 14+e

I allménhet har vi wikj), ag-k) och bgk), dér

(6.2)

Z.:17"'7nk+l7
j:1,...,nk

och
k=0,1,...,0, £+ 1.

Variabeln k representerar vilket lager vi borjade pa, ¢ &r det totala antalet
dolda lager i det djupa neurala nétverket och nj representerar antalet noder i
det k:te lagret av nitverket. A

I ekvation (6.1) har vi en aktiveringsfunktion o. Syftet med aktiveringsfunk-
tionen ar att omvandla slutresultatet till ett tal som &r lattare att hantera. I
det hir exemplet har vi en sigmoidal aktiveringsfunktion som definieras i (6.2).
I Figur 6.5 ser vi &ven en graf av o.

En sigmoidal aktiveringsfunktionen omvandlar alla inkommande vérden till ett
tal mellan 0 och 1. Denna aktiveringsfunktion tar stora positiva tal till ett tal
néra 1 och stora negativa tal till ett tal néra 0. En sigmoidal aktiveringsfunktion
ar inte det enda mojliga valet for en aktiveringsfunktion.

Vi noterar att n; kan varierar beroende pa vilket lager vi ar i, t.ex. i Figur 6.2
har vi ng = 3 i inputlagret, n; = 6 i det dolda lagret och ny = 4 i outputlagret.
Har har vi £ = 1 eftersom vi bara har ett dolt lager.
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6.3.2 Mer om noder, vikter och bias

Mer allmént &r vikter tal som &r koefficienter och bias &r tal. Med andra ord
multipliceras noderna med vikter och darefter summeras alla input och ett bias
adderas (se Figur 6.4 dér var och en av linjerna representerar en vikt). Bias
ar precis som vikterna ytterligare en parameter som vi berdknar. Genom att
vilja bias kan man 6ka eller minska en nods vérde.

Vikter och bias dr de parametrar vi justerar nar vi trdnar modellen. Det ar
viktigt att vélja bra parametrar. Att ha trdnat modellen vil betyder att vi
har valt vikter och bias sa att det neurala nétverket klarar av uppgiften den
utvecklats for. I Avsnitt 6.3.4 kommer vi att ge en mer rigords definition av en
vél fungerande modell och i Avsnitt 6.3.5 diskuterar vi hur tréningen gar till.

Det krévs mycket jobb for att hitta de rétta vikterna och bias eftersom neurala
néitverk kan innehalla miljoner vikter och bias. Dessutom ar det &nnu svarare
att hitta dem eftersom en justering i en enda vikt kan paverka hela neuronnétet.
Den stora utmaningen ar alltsé att justera alla dessa vikter sa att resultatet
blir optimalt. Vi illustrerar hur manga parametrar vi har och hur de paverkar
varandra med de tva exemplen som foljer.

1

—10 =5 0 5 10

Figur 6.5: Aktiveringsfunktion o, s.k. sigmoidal

Exempel 6.3.2. Nedanfor berdknar vi alla noder i det forsta dolda lagret
i Figur 6.4. Vi skriver berdkningar med en matris och vektorer som gor det
ldttare att organiserar alla vikter och bias. Det blir ocksa ldttare att analysera
hur méanga parametrar vi maste tréina i ett visst problem om vi skriver sa har.

(e e s e [
ol =o | |“2 5 U] 2] + [ (63)
a w w w b
A W el 0] 0y
ay Wyl Wyo Wyug by
([ e ke 4
= |9 =o | |0 T, T, T (6.4)
% Ugpor T ungey usads b
ay wy1ay " + w0y +wyaz” + by



Vinoterar att forsta raden i (6.4) motsvarar Exempel 6.3.1 och att ekvationerna
(6.3) och (6.4) &r ekvivalenta.® Dessutom evaluerar vi aktiveringsfunktionen
elementvis, d.v.s.

I J(xl)
. T9 _ o(xa)
Tn o(xy)

For att berdkna alla noder i det forsta dola lagret i Figur 6.4, d.v.s.

dar n; = 4, behover vi
noxn1:3><4:12

vikter och ny = 4 bias. Har anvénder vi den sigmoidala aktiveringsfunktionen

o somi (6.2). A
Annu mer generellt kan vi berikna agl), e ,a7(111) som
0 0 0
TR
a; : _ W1 Wa1 0 Wap, a; ) bg )
=0 . S ) A Bl ;
3 : : . : ; 3
a%ﬁ w,(ﬁ),l 7(101),2 E wfg),no ago) b7(11)

dér ng ar det totala antalet noder i inputlagret och n; ar det totala antalet
noder i det forsta dolda lagret.

Exempel 6.3.3. Vi kan berdkna alla vikter och bias i det djupa neurala nét-
verket med tre dolda lager i Figur 6.3 pa samma sétt. Vi delar upp det héar i
4 olika steg som foljer. Varje steg representerar anslutningen mellan tva lager
och vi berdknar fran vénster till hoger.

Vi noterar att vi borjar med ingdngsnoderna och varje steg efter det forsta
borjar med resultatet fran det foregaende lagret.

Steg 1: Inputlager till det forsta dolda lagret

r 7 r (0 0 0 0)7 r b

) wit s v ] oy o

Bl | [0 ] ] [

o I B S B R N
3

a?l) Wyq Wig W3 Wyg B bz(lo)

FI R N ORI R G| R 110

SMultiplikation av tv& matriser A och B &r méjlig d& A &r av typ m X n och B &r av typ
n X p. Da ar

A-B=C = (cij)mxp

dar Cij = a“blj + aizsz + -4 lll'nbnj, i=1,2,...,moch j =1,2,...,p. Addition av tva
matriser A och B ar mojlig d& A och B dr av samma dimension, och beriknas genom att
addera elementen parvis.
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Totalt antal parametrar att vélja i Steg 1

antal vikter

antal bias

totalt

4x5=20

5

20+5=25

Steg 2: Det forsta dolda lagret till det andra dolda lagret

WP (el o ) el ] 0] g
w I I A I { A I
Y O A 1 1 L Y
8T e e M O A
|05 " (W51 W52 W53 W54 Wss| |95 ] 105 ]
Totalt antal parametrar att vilja i Steg 2
antal vikter antal bias totalt
5x5=25 5 254+5=230

Steg 3: Det andra dolda lagret till det tredje dolda lagret

aq
2 2 2 2 2
o oy g by e ) | [
3 2 2
N I R R L
as W3y W39 33 W34 Wss azé) bs
|05 " |

Totalt antal parametrar att vélja i Steg 3

antal vikter

antal bias

totalt

5x3=15

3

15+3=18

Steg 4: Det tredje dolda lagret till outputlagret

(3
4 3 3 3 a 3
o _ ([ i w2] [ ) [
@~ (3) (3) 3)| % b3
) Wy Wog Wasg 3 2

Totalt antal parametrar att vilja i Steg 4

antal vikter

antal bias

totalt

3xX2=6

2

64+2=28

D4 har vi i totalt:

25430+ 18+8 =281

parametrar att vilja. Vi ska senare diskutera vad det betyder att vélja para-
metrar men, kort sagt, att vilja alla parametrar 4r samma sak som att trdna
ett djupt neuralt natverk. A
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6.3.3 Andra aktiveringsfunktioner

I Exempel 6.3.1 och 6.3.2 tar vi en sigmoidal aktiveringsfunktion som i (6.2)
men det dr inte det enda valet. En annan mojlighet ar tangens hyperbolicus
(Figur 6.6) som ges av foljande ekvation.

T —T

e
et +e*

— e

tanh(x) = (6.5)

-10 -5 5 10

Figur 6.6: Aktiveringsfunktion tanh som i (6.5), tangens hyperbolicus

Den mest anvénda aktiveringsfunktionen idag heter ReLU (eng: Rectified Li-
near Unit) och definieras som

R(z) = max(0, x). (6.6)

(@3

—4 -2 0 2 4 6

Figur 6.7: Aktiveringsfunktion R, s.k. ReLU

I Figur 6.7 ser vi en graf av ReLU som i (6.6). I manga tillimpningar har ReL.U
visat sig vara battre att trana modellen med &n en sigmoidal.

Alla aktiveringsfunktioner har fortfarande samma syfte: att omvandla slutre-
sultatet till ett tal som ar lattare att hantera. Mer konkret ser vi t.ex. i Figur 6.6
att funktionen tanh tar in alla tal i (—o0, 00) men ger tillbaka ett tal i det lilla
intervallet (—1,1).
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6.3.4 Forlustfunktionen

Vikterna justeras med hjilp av forlustfunktionen (eng: loss function). For-
lustfunktionen berdknar hur stor skillnaden &r mellan nétverkets output och
sanningen genom att testa modellen pa exempel dér vi redan vet sanningen.
Mer speficikt testar vi natverket pa ett exempel och definierar forlustfunktio-
nen L som

LX) = [Y(X) = Y(X) (6.7)
déar
e X &r ingangsnoderna pa ett exampel
e Y (X) ar nitverkets gissning pa X (utgangsnoderna)

e Y(X) ir etiketten pa exemplet (sanningen) och

o |2|> =22 + ...+ 22 #r lingd i kvadrat av vektorn z € R™.
Inom maskininlérning tittar vi pad méanga exempel nér vi trdnar modellen.
Darfor tittar vi pa medelvirdet av (6.7) 6ver N exempel, d.v.s.,

N
S DIV - VR, X = (XHE (6.8)
=1

dér varje X; i mangden {Xl}l]i | representerar ett exempel.

Just den hér férlustfunktionen i (6.8) heter medelkvadratfel (eng: mean squa-
re error). Den &r inte den enda mdojliga forlustfunktionen. Vi ska anvinda en
forlustfunktion som heter korsentropifunktionen (eng: cross entropy func-
tion) nér vi progammerar i Kapitel 7.

Om vérdet pa forlustfunktionen i (6.7) &r ett stort virde pa ett exempel X
s& ar skillnaden mellan nétverkets gissning och sanningen stor. Om vérdet pa
férlustfunktionen i (6.8) dr stort pa en mingd X = {X;} | betyder det att
det neurala nétverket fungerar daligt. Om véirdet &r litet s4 har det neurala
nétverket gjort manga bra gissningar och modellen fungerar bra. Vi tar ett
exempel for att gor detta konkret.

Exempel 6.3.4. Téank att var uppgift ar att klassifiera handskriva siffror med
ett djupt neuralt néitverk. (Se Ovningar i Kapitel 7 dér vi experimenterar med
just det hér.) Vi kan anvinda MNIST-databasen (eng: Modified National Insti-
tute of Standards and Technology) for att trdna modellen. MNIST-databasen
ar en samling av sextio tusen sma, kvadratiska graskalebilder. Varje bild har
28 x 28 pixlar, med en enda handskriven siffra mellan 0 och 9 (se Figur 6.8
och Figur 6.9). Bilderna kommer med en etikett med den réitta siffran som en
enhetsvektor.

Enhetsvektorn ar sddan att ett element &r 1 och alla andra element &r O.
Elementet som &r 1 motsvarar siffran som ar pa bilden. Mer specifikt 1at X
representerar en bild av siffran 6. Motsvarande etiketten &ar da

Y(X)=[0 00000100 0 eRY, (6.9)
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Figur 6.8: Handskrivna siffror fran MNIST-databasen, bild fran Wikipedia

Figur 6.9: En handskriven siffra fran MNIST-databasen, bild fran Stack Overflow

dir T betecknar transponat.® Vi noterar att siffran 0 har etiketten

1 00000O0O0O0O

" e R,

MNIST-databasen ar utmarkt for att trana neurala natverk eftersom det finns
sa manga markta exempel. Forst tar vi de

28 x 28 =784

pixlarna i en bild (se Figur 6.9). Varje pixel ar ett viarde som bestammer pixelns
farg. Har har vi att 0 representerar svart och 1 &r vit och alla tal i intervallet
(0,1) ar nyanser av gratt.

Vi skapar en lang vektor med 784 element fran varje bild. Vektorn gar in till
det neurala natverket som

0
“$8)4

a
STransponatet av en vektor ir sadan att [a b C]T = [b] .
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dér bilden ges av matrisen

0 0 0
af ab - ag
O :
2 C| e r28x28
0 0
I )
déar al(-o) €[0,1],7=1,...,784. Med andra ord bestar vektorn X av ingangsno-

derna. Vi noterar att vektorn har all information vi behover fran bilden. Fran

— a{% = 0.54
— al® =0.24
— a{® = 0.92

— a® = 0.51
— al® = 0.14
— a{% = 0.42
— a{® = 0.32

— al® = 0.87

Figur 6.10: Det sista steget i klassificering av handskrivna siffror i ett djupt
neuralt natverk med 5 dolda lager

ingangsnoderna berdknar vi utgangsnoderna genom samma process som be-
skrevs innan. I detta fall har vi 10 utgangsnoder. Varje utgangsnod motsvarar
en siffra mellan 0 och 9. Vi sédger att siffran som motsvarar utgangsnoden med
det storsta virdet dr modellens klassificering.

I Figur 6.10 ser vi ett exampel av det sista steget i klassificering av handskriv-
na siffror i ett djupt neuralt nédtverk med 5 dolda lager. Modellen gissar att
exemplet ar en tvaa eftersom utgangsnoden

al =0.92
har det storsta viardet. Vi kollar hur bra nétverket har fungerat med féljande

analys.

Anta forst att natverket klassificerar exempelet X i Figur 6.10 rétt, d.v.s. att
etiketten Y (X) ges av enhetsvektorn

Y(X)=[0 01000000 0eRY
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D& berdknar forlustfunktionens viardet pa exemplet i Figur 6.10 som ldngden i
kvadrat av vektorn

7(0.54 — 0.00)T

(0.24 — 0.00)

(0.92 — 1.00)

(0.61 — 0.00)
(0.51—0.00)| 1o
(0.14—0.00)| SB (6.10)
(0.42 — 0.00)
(0.32 — 0.00)
(0.51 — 0.00)

L( ).

0.87 —0.00

precis som i (6.7).

Anta nu att nétverket klassificerar exempelet X i Figur 6.10 fel. I detta fall
ges etiketten Y (X) av enhetsvektorn

Y(X)=[0 00000000 1]"eRrY,

d.v.s. siffra ar en 9a i verkligheten men nétverket gissar att det dr en 2a. D&
beréknar vi forlustfunktionens viardet som ldngden i kvadrat av

(0.54 — 0.00)T
(0.24 — 0.00)
(0.92 — 0.00)
(0.61 — 0.00)
(0.51—0.00)| _ 1o
(0.14—0.00)| €% (6.11)
(0.42 — 0.00)
(0.32 — 0.00)
(0.51 — 0.00)

[(0.87 — 1.00)

Forlustfunktionens vérde av vektorn i (6.10) beréknas som foljer:
L(X)=  (0.54 —0.00)* + (0.24 — 0.00)* + (0.92 — 1.00)?
4+ (0.61 —0.00)% 4 (0.51 — 0.00) + (0.14 — 0.00)?
+  (0.42 = 0.00)% 4 (0.32 — 0.00) + (0.51 — 0.00)>
+ (0.87—0.00)2
och
L(X) = 2.3032. (6.12)
Forlustfunktionens véirde av vektorn i (6.11) berdknas som
L(X)=  (0.54—0.00)*+ (0.24 — 0.00)* + (0.92 — 0.00)?
4+ (0.61 —0.00)% 4 (0.51 — 0.00) + (0.14 — 0.00)>
4+ (0.42 —0.00)% 4 (0.32 — 0.00) + (0.51 — 0.00)?
+ (0.87 —1.00)2
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och
L(X) = 2.4032. (6.13)

Vérdet i (6.12) ar mindre dn virdet i (6.13) eftersom nétverket klassificerade
exemplet ratt. A

6.3.5 Att trana modellen

Eftersom foérlustfunktionen visar hur mycket modellens berdkningar skiljer sig
fran verklighetens soker vi det globala minimumet i férlustfunktionen, d.v.s.
vikter och bias sddan att forlustfunktion minimeras. Ett djupt neuralt ndtverk
kan ha tusentals vikter och bias. P4 grund av detta hittar vi i praktiken en ap-
proximation till vikterna och bias som minimerar férlustfunktionen. Mer speci-
fikt ska vi anvéinda iterativa metoder for att approximera vikterna och bias.
Iterativa metoder borjar med en startgissning och genom successiva forand-
ringar av densamma astadkommer vi en successivt forbattrad approximation
av 16sningen till problemet.

Forst, for enkelhetens skull, minimerar vi en funktion
f:R* =R,

I Kapitel 7 minimerar vi en forlustfunktion for att tréna ett neuralt natverk.

Gradientnedstigning

Metoden gradientnedstigning &r en iterativ metod for att l6sa ett minime-
ringsproblem. S& med varje iteration av metoden far vi en battre approximation
av minimipunkten. Gradientnedstigning tar steg i motsatt riktning till gra-
dienten av funktionen” eftersom funktionen minskar snabbast i den riktningen.
Algoritmen for Gradientnedstigning ges i Algoritm 1.

Parametern v i Algoritm 1 kallas for inldrningshastighet. I allménhet tar vi
v € R som en liten konstant. Gradientnedstigning kommer att stanna om den
nar fram (eller kommer vildigt néra) till ett minimum eftersom gradienten &r
noll (eller néstan noll) dér (se Kapitel 3). Vi ser att algoritmen dérmed inte
gbr s& mycket i varje steg, eftersom det j:te steg ges av

YV f(zV)).

Ett exempel av gradientnedstigning for att hitta en minimipunkt pa en funk-
tion med 2 variabler finns i Figur 6.11. Hér har vi

(21", 25") = (2,2)
som startgissning och funktionen f ges av

f(z1,z2) = sin(0.821) sin(0.625) el 11

"Notera: Vf betyder samma sak som gradf i Kapitel 3
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Figur 6.11: Fyra steg av metoden gradientnedstigning for att approximera en
minimipunkt pa en funktion f : R? — R

Algoritm 1: Gradientnedstigning

input : Startgissning (xgo), e ,x,go)) € RF
Gradient av funktionen f : R¥ — R sadan att Vf € R*

vyeR
Parameter m € Z (antal steg)
output: (azgmﬂ), ... ,x,(cmﬂ)) € R* sadant att

Fa™ ) < fal” )
for j=0,1,...,m do

x§j+1) :chj) a:gj)
: = : -V f
x’(§3+1) m’(cj) xl(g)
end
dar

Dy ={(z1,22) : =2 <21 <3, -2 < 22 < 2},
minimipunkten finns i
(™) pmin)y  (2.11804, —2)
och . ‘
Flmm piminy & 114312,
Vi ser i Figur 6.11 att med varje steg av gradientnedstigning kommer vi nér-

mare minimipunkten och efter 4 steg dr vi ganska néra vart mal.

Det ar omojligt att visualisera minimeringsproblemet om dimensionen ar stor-
re &n 3, t.ex. problemet att minimera foérlustfunktionen (6.8) déar X é&r en
méngd med N bilder som i Exempel 6.3.4. Dock &r processen densamma och
gradientnedstigning fungerar fortfarande.
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Stokastisk gradientnedstigning

Metoden stokastisk gradientnedstigning &r en iterativ metod som ofta an-
vands for att minimera forlustfunktionen i ett neuralt nétverk under tréningens
géng. Metoden &r ganska lik gradientnedstigning. Skillnaden mellan de tva me-
toderna ar att metoden stokastisk gradientnedstigning approximerar gradien-
ten istéllet for att berdkna den exakt. Det som vi forlorar &r att vissa steg inte
ar sa effektiva nar det géller att minimera forlustsfunktionen. I djupinléarning
konvergerar metoden stokastisk gradientnedstigning ofta béttre &n gradient-
nedstigning. Det betyder att metoden hittar en approximation pa ett battre
sitt (t.ex. snabbare) eller hittar en approximation som &dr ndrmare sanningen.
Vi kommer att studera denna metod nérmare i de foljande kapitlen.

Ovningar

Ovning 6.1 (x). Rita en bild av ett djupt neuralt nétverk med ett input lager
med 2 noder, ett dolt lager med 4 noder och ett output lager med 3 noder.

Ovning 6.2 (x). Rita en bild av foljande neurala nitverk. Nitverket har
e ctt input lager
e 2 dolda lager

e ctt output lager.

Nétverket tar in 3 ingangsnoder och ger 3 utgangsnoder. Det finns 5 noder i
det forsta dolda lagret och 4 noder i det andra dolda lagret.

Ovning 6.3 (x*). Titta igen pa Exempel 6.3.2. Vi tar

I
w;% wég) wég _ -10 -1 -18 a%@) I
wy) why wh) 020500 ol [
off W W] Lo -0 -] L)
0 e

B | =10

b1

0 —4 |

T

och aktiveringsfunktionen o som i (6.2). Berdkna [agl)aél)agl)ail)
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T
och aktiveringsfunktionen o som i (6.2). Beridkna agl)agl)ag)ag) .

Ovning 6.5 (x). Titta igen pa Exempel 6.3.3. Hur manga parametrar méste
vi berdikna for att trina modellen i Ovning 6.17 Forklara ditt svar.

Ovning 6.6 (x). Titta igen pa Exempel 6.3.3. Hur manga parametrar méste
vi berdikna for att trina modellen i Ovning 6.27 Forklara ditt svar.

Ovning 6.7 (x* %). Vi har en funktion f sadant att
f(z) =222 —z +2.

Anvind Algoritm 1 (gradientnedstigning) for att approximerar minimipunkten.
Ta~v=0.2, m=5och 20 = 2.

Ovning 6.8 (x*%). Vi har en funktion f sidan att
f(x) = 42% + 22 + 2.

Anvénd Algoritm 1 (gradientnedstigning) for att approximerar minimipunkten.
Ta v = 0.1, m = 6 och (¥ = 0.

72



7 Att approximera en funktion fran datapunkter

Betrakta nu uppgiften att approximera en kvadratisk funktion f som ges av
foljande ekvation.

(7.1)

Denna funktion &r mycket enkel. Tanken hér ar att vi kan anvénda de verktyg
vi har studerat for att approximera denna funktion. Idag anvinds maskininlar-
ning for att 16sa mycket mer komplicerade problem, men dessa problem kréver
mycket mer avancerade verktyg &n vi har tid for i denna kurs.

20

10

—4 -2 2 4

Figur 7.1: f som i (7.1)

En graf av funktionen i (7.1) finns i Figur 7.1. For att approximera (7.1) ska
vi anvinda ett neuralt nétverk med ett dolt lager. Vi har en ingangsnod, 10
noder i det dolda lagret och en utgangsnod. Figur 7.2 visar det har neurala
nétverket.

Input Dolt Output
lager lager lager

Figur 7.2: Ett djupt neuralt nétverk med ett dolt lager
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7.1 Modellen och traningen

Vi approximerar (7.1) med en funktion ag som ges av

K
ag(r) = Z wg?,ia(wf;x + b,(go)) (7.2a)
k=1
0 = [, W) o)) k=1, K (7.2b)
dar
0 € R3*K,

Hér har vi att = dr ingdngsnoden, o &ar aktiveringsfunktion som i (6.2), och 6
representerar vikter och bias. Vi har K = 10 eftersom vi har 10 noder i det
dolda lagret.

Vi noterar att (7.2a) ar lite annorlunda &n modellen som beskrevs i Kapitel 6
déar

~(0

wig, k=1,....K
saknades. Idén hér dr densamma #ven om modellen har fler parametrar.® Malet

ar att vélja @ for att minimera virdet av forlustfunktionen (medelkvadratfel)
over N exempel, d.v.s., minimera

N
% > lae(X) — F(X)P, X = {X 1Y, (7.3)
=1

dar X;, 0l =1,..., N i detta exempel ar ett stickprov fran
U(—4,4) (7.4)

med ag och 0 som i (7.2). Ekvation (7.4) betyder att varje X; véljs enligt en
likformig fordelning pa intervallet (—4,4), d.v.s. inget utfall & mer eller mindre
sannolikt &n nagot annat och alla utfall &r storre &n —4 och mindre &n 4 (se
Ovning 5.9).

Vi formulerar vart problem som

N
1
eéﬁ%ﬂlxN;lae(Xl) — X)), X = {XiL,. (7.5)

Med andra ord boérjar vi med att slumpmaéssigt generera N datapunkter pa in-
tervallet (—4,4). Dessa datapunkter kallas traningsdata eftersom vi kommer
att trdna modellen pa dem. Vi berdknar

f(Xy), l=1,...,N,

d.v.s. funktionsvirdena. Detta motsvarar méarkning av traningsdata (etiketter).
Dérefter approximerar vi @ som minimerar (7.5) med en iterativ metod. Detta
ar vad som kallas traning,.

8 Att implementera just den hér modellen i Keras #r faktiskt enklare. Keras tar hand om
de extra parametrarna, d.v.s. det finns inte ndgot mer vi behéver gora for att hantera dem.
Vi ska diskutera det har mer i Kapitel 8 dér vi diskuterar koden.
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Algoritm 2: Approximera (7.5) med stokastisk gradientnedstigning

input : Startgissning 8y € R3*%
X1, ..., Xy stickprov fran U(—4,4)
yeR
Parameter m € Z (antal steg)
output: 6,,;1 som approximerar (7.5)

Berdkna f; = f(X;),l=1,...,N déar f ar som i (7.1)
for j =0,1,...,m do
Valj slumpmassigt ¢ € {1,..., N}
2
0j+1=0; — Vg (Jag, (Xi) — f(X3)])
end

Har anvinder vi metoden stokastisk gradientnedstigning som diskuterades i
Kapitel 6 for att approximera 6. Approximationen betecknas 6,1 eftersom vi
tar (m-+1) steg av stokasisk gradientnedstigning. Vi noterar att det som skiljer
stokastisk gradientnedstigning fran gradientnedstigning ar att vi approximerar
gradienten i varje iteration istéllet for att berdkna den exakt. Mer specifikt
approximerar vi gradienten med information fran traningsdatan. Vi samman-
fattar hur man anviander stokastisk gradientnedstigning for att approximera
(7.5) i Algoritm 2.

7.2 Att evaluera ett neuralt natverk

For att evaluera modellen som vi skapade i Algoritm 2 maéste vi diskutera tva
olika sorters fel. Forst har vi traningsfel. Tréningsfelet dr vad vi minimerar
med stokastisk gradientnedstigning. Metoden tar in traningsdata

{X,, f(Xp)hi=1,...,N

och hittar 0,,; for att approximera (7.5). Da &r traningsfelet
| X
N Z|Oéom+1(Xz) — (X))
=1

Vi berdknar ocksa generaliseringsfelet som méter hur stor forlustfunktionen

ar for data som modellen inte har tréanat pa. Mer specifikt genererar vi ett

stickprov av N punkter . .
X1y, Xy

fran U(—4,4). Vi kallar det hér stickprovet testméngden eftersom vi bara

anvinder det for att testa modellen. Vi berdknar generaliseringsfelet pa test-

méangden som

1 & "
I > lae,., (X)) — F(X)P.
=1

Underanpassning innebér att en modell dr for enkel och inte kan lara sig
fran traningsdata. Har kan man se ett stort viarde pa tréningsfelet och ett
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Underanpassad Bra modell Overanpassad
Figur 7.3: En dataméngd, tre olika modeller

annu storre virde pa generaliseringsfelet. Overanpassning innebér att en
modell funkar bra pa triningsdata men fungerar daligt pa osedd data, d.v.s.
pa testméngden. I Figur 7.3 ser vi tre olika modeller for en datamangd. Den
pa vanstra sidan visar underanpassning, den i mitten ar en bra modell och den
pa hogra sidan visar en modell som ar Overanpassad.

7.3 Andra viktiga begrepp inom djupinlarning

Att utbildas i djupinldrning innebér att man maste lira sig manga nya begrepp.
Hér definierar vi nagra andra viktiga begrepp i omradet.

e Overvakad inlidrning: modellen trinas genom att behandla en data-
méangd med etiketter.

e Oovervakad inlarning: modellens uppgift ar att hitta monster och
avvikelser i en dataméngd utan att ha fatt instruktioner om vad som &r
ratt och vad som &r fel.

e Backpropagation: en algoritm som berdknar gradienten vid traning av
det neurala natverket.

e Framatkopplade natverk: ett natverk dar informationen bara ror sig i
en riktning (framét) d.v.s. fran ingdngsnoderna, genom dolda noder (om
sddana finns) och till utgangsnoderna.

Ovningar

Ovning 7.1 (%%). Antag att vi vill approximera funktionen f som ges av

112
fl@) =z - )
med en funktion ag som ges av
K
Z o wgolzx + b ))
k=1

Vi har K = 3, d.v.s.,



med

wl’) 2

W = 1],

w0 0.5
och

b\ 3

b | = |-1

b 5

Anvind aktiveringsfunktionen o som i (6.2).

Berékna vérdet av forlustfunktionen som i (6.8) dér
X ={X;}}-, ={0.5,1,1.25,2}.

Ovning 7.2 (x+). Nu ska vi jobba med att klassificera handskrivna siffror.

Las instruktionerna for nedladdning av TensorFlow pa kursens hemsida. Ladda
ocksé ner filen ovning7.py dér vi har skrivit kod som ni kan anvénda.

Koden anviander en annan forlustfunktionen an den som vi diskuterade i fore-
lasningen. Den heter cross entropy och ges av

10

H(y,Z) = - Zyl 10g(2¢), Y,z € Rlo
i=1

dér y ar etiketten och z ar vardena pa utgangsnoderna. I koden ar det ocksa en
funktion som heter softmaz for att forvandla utgangsnoderna till sannolikheter.
Funktionen ges av

S( ) ezl eZIO RIO
z) = - S
2}21 es Zilil e

och summan av alla element i softmaz-funktionen ar 1. Vi vill minimera

E[H(y,5(2))]

med hjalp av vikten och bias.

I stéllet for den stokastiska gradientmetoden anvénder denna kod en optimerare
som heter Adam. Adam &r en populér algoritm inom djupinlérning eftersom
den snabbt uppnar bra resultat. Vi kommer inte att ge en fullstindig forklaring
av Adam optimizer i den hér kursen.

En epok (eng. epoch) &r nér en hel traningsdataméngd skickats igenom ett
neuralt natverk en gang.

Allt detta ar redan skrivet i filen s& det ar inget du behdéver dndra. Nagra fragor
foljer har.

e Titta pa det forsta exemplet pa tréaningsdata. Beskriv vad du ser.

e Hur manga dolda lager finns i den har modellen?
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Hur manga noder finns det i varje lager?

Vad &ar vérdet pé forlustfunktionen efter 5 epoker?

Vad far du for accuracy (noggrannhet) efter 5 epoker?

Vad tror du kommer att hinda om vi lagger till fler epoker?
Vad hénder om vi lagger till ett dolt lager?

Gor nagra sma dndringar i koden och kontrollera om de forsta tio forso-
ken klassificerades korrekt eller inte.

Sammanfatta det du har sett hér.
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8 Att anvanda Keras och TensorFlow

Vi jobbar med Keras i TensorFlow for att approximera funktionen f som i
(7.1) med en funktion ag som i (7.2). Tanken hér ar att vi inte gor berdkning-
arna av alla vikterna, bias och noderna sjilva utan snarare anvander befintlig
programvara.

TensorFlow &r ett programvarubibliotek av 6ppen kéllkod for maskininlérning.
Det har utvecklats och anvinds av Google. Keras ar ett djupt larande API
(eng: application programming interface) skrivet i Python. APLer gor det moj-
ligt att ateranvinda redan utvecklad och kvalitetssdkrad mjukvara som é&r i
nagon form av kodbibliotek. Nagra fordelar med keras ar att det &r enkelt,
flexibelt och kraftfullt.

8.1 En guidad implementering

Vi borjar? med foljande for att importera nédvindiga bibliotek.

import tensorflow as tf

from tensorflow import keras
import numpy as np

import matplotlib.pyplot as plt

Variabeln ¥ motsvarar det totala antalet datapunkter (trdningsdata och test-
méngden tillsammans) och kx definierar hur ménga datapunkter vi har i det
forsta dolda lagret.

N=1000

K=10

Nér vi tranar modellen maste vi ta tillrackligt manga steg av stokastisk gradi-
entnedstigning sa att algoritmen konvergerar. Da tar vi ett stort M.

M=40000

Parametern dt ar inldrningshastighet (parametern « i Algoritm 2). Idén hér &r
att om vi tar ett litet varde har kommer steglingderna att vara sma. Da kan
stokastisk gradientnedstigning forsiktigt ta sméa steg mot minimipunkten.

dt=0.008

Néar stokastisk gradientnedstigning approximerar gradienten i Algoritm 2 an-
viander det bara en punkt z; dar ¢ viljs slumpméssigt. Ett alternativ ar att
approximera gradienten pa mer dn en punkt och déarefter berdknar genomsnit-
tet. Det motsvarar att ersdtta rad (3) och (4) i Algoritm 2 med

Valj slumpmaéssigt k parametrar i méngden {1,..., N}
1< 2
011 =0; —v <k ZVG(WGJ-(%) — fil) )
=1

Vi tar bara en punkt som beskrivs av variabeln Nbatch.

9Det som foljer var inspirerad av ett projekt i kursen FSF3581 pa KTH, vartermin 2021.
Se referens till Stochastic Differential Equations: Models and Numerics.
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Nbatch=1

De allra flesta datapunkter anvinds som tréningdata. Foljande parameter
anger kvoten mellan traningsdatan och testméngden.

validation_split_ratio=0.2

En epok (eng. epoch) dr en hyperparameter som refererar till hur manga ganger
algoritmen kommer att arbeta genom hela traningsdatasetet. Vi har

M*Nbatch=(N*(l1-validation_split_ratio))*EPOCHS

dér den vanstra sidan motsvarar det totala antalet datapunkter stokastisk gra-
dientnedstigning kommer att hantera. D& loser vi ekvationen for EPOCHS som
féljande. Notera att np.int forvandlar ett decimaltal till ett heltal.

EPOCHS=np.int64 (M/(N*(l1-validation_split_ratio)/Nbatch))

Vi stéller in slumptalsgeneratorn sa att vi far samma datapunkter varje gang
vi kor koden. Detta gor det mojligt att aterge vara resultat.
np.random.seed (123)

tf.random.set_seed (124)

Vi tar ett stickprov av N punkter fran en likformig férdelning pa intervallet
0_474)

xs = np.random.uniform(-4,4,size=(N,1))

och definierar funktionen f som i (7.1).
def f(x):
return np.square(np.abs(x-0.5))
Sedan evaluerar vi funktionen f pa traningsdatan och testméngden.

ys=f (xs)

Vi definierar inputlagret med en ingangsnod

Input_layer=tf.keras.Input (shape=(1,))

och det dolda lagret med x noder och sigmoid aktiveringsfunktionen som i
(6.2). Vi initialiserar vikterna enligt en normalférdelning och med bias satt till
noll.
Hidden_layer= keras.layers.Dense(units=K,
activation="sigmoid",
use_bias=True,
kernel_initializer='random_normal',
bias_initializer="'zeros')

Outputlagret med en utgangsnod och inga bias definieras som foljer.

Output_layer=keras.layers.Dense(units=1,use_bias=False)
Vi anger ordningen pa lagren och véljer stokastisk gradientnedstigning som den

iterativa metoden med inldrningshastighet dt. Forlustfunktionen &r instélld pa
medelkvadratfel som i (6.8).
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model=keras.Sequential ([Input_layer ,Hidden_layer ,Output_layer])
optimizer=tf.keras.optimizers.SGD(learning_rate=dt)
model.compile (optimizer=optimizer ,loss='mean_squared_error')

Vi trénar modellen pa de angivna parametrarna och darefter skapar vi en lista
med ekvidistanta (jaimnt utspridda) punkter mellan —4 och 4. Vi evaluerar
funktionen f pa dem, dar f ar som i (7.1).

history=model.fit (x=xs,
y=ys,
batch_size=Nbatch,
epochs=EPOCHS,
validation_split=validation_split_ratio,
verbose=1)
pts = np.linspace(-4,4,300).reshape(-1,1)
target_fcn_vals=f(pts)

Att stélla in verbose=1 visar oss en utskrift av forlustfunktionen pa var skirm
nér algoritmen kors. Vi noterar att utskriften visar loss och val_loss dér loss
avser forlustfunktionen evaluerad pa tréningsdata och val_loss avser virdet av
forlustfunktionen evaluerad pa testméngden.

Vi evaluerar ocksa modellen som algoritmen har skapat pa samma punkter.
Hér motsvarar model (7.2a).

alpha_vals=model (pts)

Slutligen skapar vi en graf av funktionen f och modellens approximation ag

plt.figure('Alfa',figsize=(15,10))
plt.plot (pts,target_fcn_vals,label="'£f"')
plt.plot(pts,alpha_vals,label='alfa')
plt.legend(['f"','alfa'])

plt.show ()

och en graf av traningsfelet och generaliseringsfelet.

plt.figure('Fel',figsize=(15,10))

plt.semilogy (history.history['loss'],label='Traningsfelet')

plt.semilogy(history.history['val_loss'],
label='Generaliseringsfelet')

plt.xlabel ('Epok')

plt.ylabel ('Medelkvadratfel')

plt.legend ()

plt.grid(True)

plt.show()

8.2 Resultat

I Figur 8.1a ser vi en graf av funktionen f som i (7.1) och algoritmens approx-
imation som i (7.2a). Figur 8.1b visar traningsfelet och generaliseringsfelet
av samma approximation. Vi ser att bada felen minskar med varje epok men
traningsfelet minskar pa ett smidigare sétt.

Vi ser i Figur 8.2a och Figur 8.2b resultatet och felet fran modellen néar vi tar
fler punkter, fler steg med stokastisk gradientnedstigning och en langsammare
inlarningshastighet. Vi ser att bada felen minskar pa ett smidigt satt da.
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5.0 4

— f

alfa

(a) Resultat

Medelkvadratfel

—— Traningsfelet

Generaliseringsfelet

30
Epok

(b) Fel

Figur 8.1: N=1000, k=10, M=40000, dt=0.008

8.3 Sammanfattning

Dessa &r dock bara tva exempel utférda med en mycket enkel modell. I verklig-
heten finns det vildigt manga mer komplicerade modeller som kan anvéndas for
att approximera mycket mer komplicerade fenomen. Den hér kursen fungerar
endast som en introduktion men vi uppmuntrar er att fortsitta experimentera
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— f

200 \ alfa

(a) Resultat

— Traningsfelet
Generaliseringsfelet

Medelkvadratfel

Epok

(b) Fel

Figur 8.2: N = 5000, K = 10, M = 60000, dt = 0.001

och fortsdtta att soka efter ny information om detta &mne.
Ovningar

Ovning 8.1 (x* %). Kor koden som #r skriven ovan. Nagra fragor foljer hir.
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Beskriv resultaten du far med koden som skriven ovan. Kommentera de
olika typerna av fel.

Vad hénder om du 6kar antalet noder i det dolda lagret?

Beskriv vad det innebér att 6ka viirdet pa M. Ar dina resultat annorlun-
da om du dkar M? Om du minskar M?

Beskriv vad det innebér att 6ka virdet pa N. Ar dina resultat annorlunda
om du ékar N7 Om du minskar N?

Andra funktionen f till en valfri funktion. Hur fungerar modellen? Notera
vad du har valt till funktionen f.

Andra parametrarna sa att du har en modell med lagt trianingsfel men
hogt generaliseringsfel. Vad ar detta ett exempel pa? (Se Kapitel 7.)

Sammanfatta det du har sett har.

84



Losningar till udda 6vningsuppgifter

Kapitel 1
Ovning 1.1. (i) 0,1, 2, 3, 4.
(ii

(ii

1,2, {2,3}.
~3,-2,-1,0,1,2, 3.
(iv) 1, 2.
(v
Ovning 1.3. (i) B ér en #kta delmingd av A.

)
)
)
) -3, -2, —1,0, 1,2, {2,3}.

(ii) A och B ér lika.

(iii) Méngderna ar disjunkta.

(iv) Méngderna &r varken disjunkta, lika eller dkta delméngder av varandra.
)

(v) Méngderna &r disjunkta.

Ovning 1.5. Observera att dessa svar &r forslag. Uppgifterna har flera kor-
rekta svar.

(i) {n € Z | n = 2k for nagot heltal £ > 1}.
(ii) {p/2 | p ar ett heltal }.
(iii) {reR|r ¢ Qoch |r| < 1}.
Ovning 1.7. (i) Definitionsméngd: {1,2,3,...}. Malméngd: N.
(ii) Definitionsméangd: {T" | T" ar en triangel }. Malméangd: R.

(iii) Definitionsméngd: {p(x) | p(x) &r ett andragradspolynom}. Malméangd:
{p(z) | p(z) ar ett forstagradspolynom}.

Ovning 1.9. (i) Detta &r en funktion. Den &r definierad for alla virden
i definitionsméngden, dr determinerad och alla funktionsvérden ligger i
malméngden.

(ii) Detta ar inte en funktion, da funktionens virden inte ligger i malméngden

(f2)=v2¢ Q).
(iii) Detta ar inte en funktion, eftersom dess virden &r slumpméssiga.

(iv) Detta ar en funktion. Eftersom ordet Balkong borjar pa B, s& har funk-
tionen ett definierat virde som ligger i malméngden.

Ovning 1.11. (i) Funktionerna &r lika. De har samma definitionsméngd,
malméangd och Va2 = |z| for alla z.

(ii) Funktionerna &r inte lika, d& deras definitionsméngder inte dr samma.
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(iii) Funktionerna &r inte lika, d& deras malméangder &r olika.

Ovning 1.13. Om n &r jamnt sa finns det per definition ett heltal k sa att
n = 2k. Da géller att n + 1 = 2k + 1, det vill sdga n + 1 ar udda.

Ovning 1.15. Antag motsatsen, det vill siga att det finns ett rationellt tal
p/q och ett irrationellt tal r vars summa &r rationell. Skriv summan som kvoten
s/t. Da géller

Py, ot p_si—pt

q t t q tq
genom att skriva viansterledet pa gemensamt brakstreck. Men detta bevisar att
r ar rationellt, vilket 4r en motségelse.

Ovning 1.17. Basfallet &r n = 1, och da géller att 1 = 12. For induktionsste-
get, antag att
14345+ +(2n—1)=n?

fér nagot n. Da géller att
143454+ +C2n—1D+n+1)=n>+2n+1=(n+1)>3
vilket avslutar induktionssteget och ddrmed beviset.

Ovning 1.19. Antag motsatsen till satsen. Den kan delas in i tva fall. T det
ena fallet géller att ab = ¢ och a < /c och b < y/c. Da géller att

ab < ay/e < oo = /¢ = .
Alltsa géller ab < ¢, vilket &r en motsigelse.

I det andra fallet géller att ab = ¢ och a > y/c och b > \/c. Da giller att

ab > av/e > \Jeve = /& =c.

Alltsa géller ab > ¢, vilket &r en motsigelse.

Ovning 1.21. (i) Per definition giller n = 0 +n = n + 0, det vill siga
n>0ochn>n.

(ii) Enligt antagandet n > m sa finns det a sa att n = m + a. Om dessutom
m > k sa finns det b s& att m = k + b. Da géller

n=m+a=k+ (b+a),
det vill séiga n > k.
(iii) Om n > m och m > n sa géller att n =m + k och m =n +1. Sa
n=m+k=n+l+k = [+k=0.
Det ger [ = k£ = 0, det vill siga n = m.
(iv) Om n > m sa finns det ett a sa att n = m + a. Da géller
n+k=m+a+k=m+k+a,

alltsd att n+ k> m + k.
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(v) Lat n > m, sa att det finns ett tal a sd att n = m + a. Vi ska anvéinda
induktion 6ver k for att bevisa att nk > mk. Basfallet d4r £ = 0, och da
galler att

nk=02>0=mk.

Antag att nk > mk for nadgot k. Det finns da b sa att nk = mk + b. Da
galler att

nk+1l)=nk+n=mk+a+m+b=m(k+1)+a+b
( ) ( ) ,

vilket bevisar att n(k + 1) > m(k + 1). Detta avslutar induktionssteget
och hela beviset.

Ovning 1.23. Basfallet #r n = 2, och da giller att 12 +22 =5 < 2% = 8.
Antag nu att 12 + 22 4+ --- + m? < m? giller for nagot m. Da har vi att

P42+ amPrm+1)2<mdP+m?+2m+1.
Om man multiplicerar ihop (m + 1)3 sa ser vi att
(m+ 1) =m® +3m* +3m + 1.
Differensen mellan hogerleden blir
m® +3m* +3m+1— (m*+m? +2m+1) =2m* + m
vilket ar storre &n 0 ndr m > 2. Alltsa géller
124224 4m?+(m+1)? < mP+m2+2m+1 < m*+3m*+3m+1 = (m+1)°.
Detta avslutar induktionssteget och ddrmed hela beviset.

Ovning 1.25. Satsen att alla icke-tomma delméngder av N har ett minsta
element kan omformulera som att alla méangder S C N som inte har ett minsta
element ar tom. S& om S inte har ett minsta element sa géller att n ¢ S for
alla n € N. Detta ar ekvivalent med att

0,1,2,...,n¢ 8
for alla n. Detta kan vi bevisa med induktion.

Lat S vara en mangd utan minsta element. Basfallet ar att 0 ¢ S, vilket maste
stdmma eftersom 0 < n for alla n € N, s om 0 € S har S ett minsta element,
vilket 4r en motséagelse.

Anta nu att inget av talet 0, 1, ..., m ligger i S. Antag att m 4+ 1 € S. Da
kommer m + 1 vara ett minsta element i S, eftersom .S inte innehaller nagot
mindre tal. Detta motséger att S inte har ett minsta element. Alltsa géller att
0,1, ..., m+ 1 inte ligger i S Detta avslutar induktionen, och bevisar att S
ar tom.

Kommentar: Detta resultat kallas for vilordningsprincipen, och siger att N
utgor en sd kallad vilordning. Dessa dr anvindbara, da de tillater oss att an-
vanda induktionsliknande resonemanyg.

Vissa havdar att induktion och vilordningsprincipen dr ekvivalenta. Detta stam-
mer inte, da induktion forutsdtter att alla element i mdngden kan nas genom
andligt manga steg, vilket inte valordningsprincipen gor.
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Ovning 1.27. Mening (iv) ér den vanliga definitionen av en ritvinklig triangel.

Mening (i) fungerar inte for att alla trianglar, &ven de som inte har en rét
vinkel, har vinkelsumma 180 grader.

Mening (iii) ar for snév, da det finns riatvinkla trianglar som inte kan bildas
genom att dra en diagonal i en kvadrat.

Mening (ii) ar lurig. Eftersom en triangel har vinkelsumma 180 grader, kommer
en triangel dar tva vinklar har summan 90 att vara ratvinklig, och vice versa.
For trianglar ar alltsd pastaendena ekvivalenta.

Men det finns ménga geometriska figurer med fler hérn som har tva vinklar
vars summa ar 90 grader. Om (ii) var definitionen av en réatvinklig triangel,
skulle vissa fyrhérningar rent formellt kunna vara ratvinkliga trianglar, vilket
vore absurt.

Kapitel 2

Ovning 2.1. (a)

x| = V12432452472 = /84
och

[yl =v/(=1)2+ 32+ (-5)> + 12 = V36 = 6.
(b) x-y =—1+32—52+7=-10.

(c) Nej. Ett A som uppfyller att Ax = y Maste bade uppfylla att A = —1
och 3\ = 3, vilket &r omojligt.
Ovning 2.3. Basfallet n = 2 éir den vanliga triangelolikheten.

For att bevisa induktionssteget gor vi induktionsantagandet att olikheten vi
vill bevisa haller for n termer, och vill nu visa att detta implicerar att olikheten
ocksa haller for n + 1 termer.

Genom att anvinda triangelolikheten for 2 termer ser vi att
|[x1+ ...+ 21| = (14 - xn) F | <21 4o+ x|+ TRt
Genom att nu anvinda induktionsantagandet pa den forsta termen ser vi att

|21+ .+ 2| + | <21+ -+ 20| + [T

Tillsammans ger dessa tva olikheter det 6nskade resultatet.

Ovning 2.5. Lat 0 < a < 1 vara en godtycklig punkt i (0,1). Vi vill visa att
a ar en inre punkt, det kommer vi géra genom att visa att det finns nagot
tillrackligt litet ¢ s& att Bs(a) C (0, 1).
Lat nu
min((a —0), (1 —a))

2 Y
det vill sdga halva avstandet fran a till den nérmsta av punkterna 0 och 1
(samma bevis kommer séklart att fungera om vi véljer ndgot &nnu mindre 9,
och i sjélva verket for vissa § som é&r lite storre).

5 =
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Antag forst att § = a/2, vilket da dven betyder att a < (1 —a). D4 ar
Bs(a) = (a —a/2,a+a/2) C (a—a/2,a+ (1 —a)/2)) = (a/2,1/2+ a/2)
C (a/2,1) C (0,1).
Notera att (1 +a)/2 < 1 eftersom a < 1.
Antag nu att § = (1 — a)/2, vilket da &ven betyder att (1 —a) < a. Da ar
Bs(a) = (a = (1 =a)/2,a+ (1 -0a)/2) C(a—a/2,a+ (1 -a)/2))
=(a/2,1/2+a/2) C (a/2,1) C (0,1).
Notera aterigen att (1 +a)/2 < 1 eftersom a < 1.

Eftersom a var en godtycklig punkt i méngden &r beviset nu klart.

Kapitel 3
Ovning 3.1. For ett fixt virde pa z,y ar

fe(,y) = cos(cos(xy))(—sin(zy))y
och

fy(a,y) = cos(cos(zy))(— sin(zy))x
Ovning 3.3. De partiella derivatorna ges av

Filx,y) = 2zye™™¥ och fj(z,y) = 2% Y,

och gradienten i en punkt (z,y) ar saledes vektorn

2 2
(2xyex Y x2e® y) .

Ovning 3.5. Till att bérja med &r definitionsméngden D + hela R3.

Eftersom var och en av termerna &r icke-negativ foljer det omedelbart att

f(xayaz) 202}0(070’0)

Vidare dr 2z > 0 om z # 0, y> > 0 om y # 0, och 22 > 0 om z # 0, vilket
innebar att
f(z,y,2) > 0= f(0,0,0) for alla (z,y,z) # 0,

och f har saledes ett globalt maximum i orgio.

Ovning 3.7. Till att borja med ges gradienten av

grad(f)(z,y) = (2zy, 2?).
Dock &r den givna riktningen inte normerad, sa vi maste forst normera den till

v (1,2) (1,2)

ol ~ vVizr22 V5

Riktningsderivatan ges nu av

grad(f)(z,y) - =— =



Ovning 3.9. Gradienten ges av
grad(f)(x,y) = (cos(y)e” cos(y) g sin(y)e” cos(y))7

grad(£)(0,0) = (1,0) # (0,0),

sé origo kan omdjligt vara en lokal extrempunkt.
Ovning 3.11. Till att borja med ges gradienten till f av
grad(f)(z,y, z) = (y22 cos(xyz?), £2° cos(zyz?), 2xyz cos(xyz?)),

s&
grad(f)(0,1,2) = (4,0,0).

Funktionen férandras snabbast i gradientens riktning, det vill sédga i riktiningen
(1,0,0), och métetalet pa fordndringen i den riktningen ges av

lgrad(f)(0,1,2)] = [(4,0,0)| = 4.
Ovning 3.13. Till att borja med ges gradienten till f av
grad(f)(z,y, 2) = (22y°z, 22%yz, 2%y?),

Sa
grad(f)(—1,-1,3) = (—6,—6,1).

Funktionen férédndras snabbast i gradientens riktning, det vill sdga i riktiningen
(—6, —6,1)/4/73, och det maximala mitetalet pa forindringen i den riktningen
ges av

‘grad(f)(_lv —1,3>| = ‘(_67 —6, 1)’ = V73.

Kapitel 4

Ovning 4.1. Eftersom 0 < P(AN B) har vi att
P(AUB)=P(A)+P(B)— P(ANB) < P(A) + P(B).

Ovning 4.3.

0.6 =P(AUB) = P(A)+ P(B) — P(ANB) = 0.3+ 0.5 — P(AN B)
= P(ANB) =0.8— 0.6 =0.2.

Ovning 4.5. (a) Till att borja med &r 0 < area(A) < area(f2), sa

area(A)
< p(4) = 2\
0 (4) area({)
Vidare har vi att )
area
PQ)=——==1
(@) area({2)
Slutligen har vi att om ANB = () sa &r area(AUB) = area(A)+area(B),

Sa

P - A ) )

och saledes ar alla axiomen i Kolmogorovs axiomsystem uppfyllda.
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(b) Vi vill visa att P(AN B) = P(A)P(B).

Héndelsen A N B é&r alltsd héndelsen att pilen landar i den &vre hogra
kvadranten av piltavlan, och alltsa ar

area("ovre hogra kvadranten”) 1

P(ANB) = —_—
( ) area({) 4
Vidare har vi att
P(4) = area("6vre halvan av tavlan”) 1
area((2) 2
och "hogra hal tavlan” 1
P(B) = area(”hogra halvan av tavlan”) _ L
area(f) 2
s& 1
P(A)P(B) = 1= P(ANB),
och héndelserna ar saledes oberoende.
Ovning 4.7. Vi vill beriikna P(AU B). Vi vet att
P(AuB)=P(A)+ P(B)—-P(ANnB),
och att
P(ANB) P(ANB)
6=PAB)= ——— 75=P(B|A) = —————=

Fran detta far vi att
P(ANB)=0.75P(A) = 0.3,

och P(ANB) 03
P(B)=—r ) =" _ 5.
(B) PAB) 06 P

Tillsammans ger detta att
P(AUB)=04+40.5—-0.3=0.6.

Ovning 4.9. T den hér uppgiften &r det troligtvis littare att beriikna sanno-
likheten for komplementhéndelsen, det vill sdga sannolikheten att person Xs
tarning &ar storre &n eller lika med person Y's hogsta térning, och sen anvanda
att

P(A) =1— P(A°).

Det finns totalt 36 mojliga utfall for person Y's tarningsslag, och alla har samma
sannolikhet, och det finns totalt 6 mdjliga utfall for Xs tarningsslag, och alla
har samma sannolikhet.

Sannolikheten att X slar en 6a &r 1/6, och i sa fall vinner X alltid. Sannolik-
heten att X vinner genom att ha slagit en 6a ar saledes 1/6. Vad detta betyder
ar alltsa att

P(vinst for X|X slog en sexa) P(X slog en sexa) = 1/6.
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Sannolikheten att person X slar en 5a dr 1/6, och i s& fall vinner X om Y inte
slar en sexa. Det finns totalt 25 mojliga utfall dér person Y inte har nagon
6a, sa sannolikheten att person X vinner efter att ha slagit en 5a &r 25/36
(sannolikheten att den forsta tdrningen &r 5 eller mindre &r 5/6, och samma
for den andra, si sannolikheten att bada &r 5 eller mindre #r (5/6)% eftersom
de bada tarningsslagen ar oberoende).

Sannolikheten att person X slar en 4a dr 1/6, och i s fall vinner X om Y inte
slar en 5a eller 6a. Det finns totalt 16 siddana utfall, sd sannolikheten att X
vinner genom att ha slagit en 4a &r 16/36.

Pa samma sétt ser man att sannolikheten att vinna genom att ha slagit en 3a
ar 9/36, att vinna med en 2a dr 4/36, och att vinna med en la &r 1/36.

Den totala sannolikheten for vinst for X ar siledes

(vilket ungefir ar 42 procent, men det dr behovs inte for svaret). Notera att
faktorn 1/6 framfor n?/36 behdvs eftersom varje givet viirde pa térningsslaget
for X har sannolikhet 1/6 att intréaffa.

Sannolikheten att nadgon av Y's tidrningar visar en storre siffra &n Xs térning

ar saledes
91
1-— IR

Ovning 4.11. Eftersom A C B ar B = AU (B\ A) = AU (BN A°), dar
AN (BN A =0 Det foljer att

P(B) = P(A)+ P(Bn A°),
och eftersom P(B N A€) > 0 innebér detta att

P(A) < P(B).

Ovning 4.13. Det finns totalt 63 méjliga utfall, och alla ér lika sannolika.

Att X = 18 kan endast intriffa pa ett sétt, ndmligen genom att alla tdrningar
visar en sexa. Sannolikheten att X = 18 #r alltsa 1/63.

Att X = 17 kan intraffa pad 3 sitt, ndmligen genom att var och en av de
tre tdrningarna visar en femma, medan de dvriga tva tdrningarna visar sexor.
Alltsa utfallen

(5,6,6),(6,5,6),(6,6,5).

Sannolikheten att X = 17 iir saledes 3/6% = 1/72.
Kapitel 5
Ovning 5.1. Till att borja med &r px(34) sannolikheten att resultaten av

tarningsslagen  och y uppfyller att z? +y = 34. Vi vet att y kommer vara
1,2,3,4,5 eller 6, sa for att likheten ska uppfyllas maste 22 vara 33, 32, 31, 30, 29
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eller 28. Men inget av dessa tal ar ett kvadrattal, och det finns alltsa inga moj-
liga utfall (z,y) si att X = 22 +y = 34. Det foljer att px(34) = 0.

Vidare dr F(34) sannolikheten att X < 34. Om z < 5 ér 22 < 25, och
22 + 9y < 31 < 34. Och saledes dr X < 34 alltid uppfyllt om =z < 5. Om
déremot x = 6 ar 22 +y > 22 = 36 > 34 och saledes dr X < 34 aldrig uppfyllt.

Det foljer att
Fx(34) = P(X <34) = P(x <5)=5/6.

Notera att viardet pa den andra térningen inte spelar nagon roll for resultatet.
Det vill sdga att hdndelserna X < 34 och y = "vad som helst”, 4r oberoende
héndelser. Den intresserade ldsaren kan verifiera detta med hjalp av definitio-
nen av oberoende héndelser.

Ovning 5.3. Vi vill alltsa bevisa att B(X +Y) = E(X) + E(Y).

Vi bevisar pastaendet for diskreta slumpvariabler X och Y. Det kontinuerliga
fallet bevisas pa samma séitt, men med integraler istéllet for summor.

Det dr underforstatt att summorna gar igenom alla mojliga viarden for X re-
spektive Y.

Detta ger nu att
E(X +Y) :;Z(a:er)P(X:a:,Y:y)
:ZZZP(X:x,Y:y)—i—ZZyP(X:UC,Y:Z/)
:ixyZP(X:az,Y:y)+iyyZP(X:$aY:y)

=Y eP(X =2)+) yP(Y =y) = E(X) +E(Y).
T Y

Notera att vi har anvint att } , P(X = z,Y = y) = P(X = z) och att
Y. P(X =2Y =y) =P(Y = y) for varje fixt virde pa x respektive y. Detta
ar sant eftersom vi helt enkelt gar igenom alla mojliga utfall for X respektive
Y i summorna.

Ovning 5.5. Lat X beteckna slumpvaraibeln som ger resultatet av det forsta
tarningsslaget och 1at Y beteckna slumpvariabeln som ger resultatet av det
andra tarningsslaget. Vi vill alltsa berdkna E(X 4+ Y'). En tidigare uppgift ger
att E(X+Y) = E(X)+ E(Y) eftersom resultaten av de tva térningsslagen &r
oberoende, och vi har tidigare sett att E(X) = E(Y) = 3.5. Det foljer att

E(X+Y)=354+35="1.
Ovning 5.7. px(0) = (1 —p) och px(1) = p, sa
E(X)=0-(1-p)+1-p=p.

Vidare ar
E(X?)=0*-(1-p)+1*-p=p,
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sa enligt formeln for variansen ar
V(X) = BE(X?) - B(X)*=p—p*=p(1-p).
Ovning 5.9. (a) Till att borja med &r

0 omz<a
Fx(z)=P(X <z)=< 2% oma<z<b

b—a

1 omb<uz.

Eftersom téthetsfunktionen dr derivatan av fordelningsfunktionen (dér
derivatan &r definierad) ges den av

0 omz<a

fx(x)=—-PX <z)= oma<z<b

1
b—a
0 omb<uz.

(b) Véntevirdet ges av

0 b 1 b2 — g2 a+b
E(X):/ $fx(x)dx:/:vb_adx:2(b_a): 5

—0o0

det vill sdga punkten mittemellan a och b, vilket ar vad vi intuitivt hade
vantat oss.

(c) Variansen ges av
V(X) = B(X?) - E(X)?,
och eftersom vi vet att E(X) = (a-+b)/2 aterstar det att beriikna E(X?).
Vi har att

> b 1 ¥ —a® b +ab+ a?
2 2 2
E(X)_/ :z;]‘x(:x)dx—/axb dm—g(b 7= 5 .

— 00

Tillsammans ger detta att

V(X) = E(X2> _ E(X)2 _ b? + ab + a? (a+ b)2

3 S22
4(b* + ab+ a?) — 3(a* 4 2ab + b?))  b* —2ab+a*  (b— a)?
12 B 12 12
Kapitel 6
Ovning 6.1. Det hiir neurala niitverket ser ut som pé foljande bild.
Input Dolt Output
lager lager 1 lager
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Ovning 6.3. Vi gor sa hir. Forst, beriknar vi

(0

=

—
=]

=

6 fel
o |
|1
W1 Wyo Wy
som
10 20 30 3 20
-10 -1 -—18 1= —13
40 20 50 1 90
-5 —-10 -3 —22
Dérefter berdknar vi
u s e [
Wy1 Wyg Was (0) by
L0 O O %2 | T
ORI ORN i1 I O
Wyq1 Wyg Wy L0y
som )
20 -3 17
—13 n —10 _ [-23
90 1 91
—22 —4 —26 |
Sedan evaluerar vi aktiveringsfunktionen o pa alla 4 element ovanfér som
17 1
- —23 ~ 0
91 1
—26 0
Ovning 6.5. Vi maste berikna
2x4+4=12,

parametrar mellan inputlagret och det dolda lagret,
4x3+3=15
mellan det dolda lagret och outputlagret. Totalt blir det da
12+ 15 =27
parametrar for att trdna natverket.

Ovning 6.7. Vi har att
Vf=4dz - 1.

Vi beriknar z(!) som
zM =20 — v f ()
=2—2x%7
=.6
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Vi fortsdtter pa samma sétt och far

2@ =z — v f(zM)
23 =2 — 4V f(2?)
2@ =20 — v f(2®)
20 = 2 — v f(2®)

och att z(® = 0.25056. D4 har vi att
(:n<mi“), f(x<min>)) ~ (0.25056, 1.87500).

Vi ser en graf av f nedanfér.
5

Kapitel 7
Ovning 7.1. Vi har
LX) = (a0(X1) ~ F(X0) + 1 (a0(X2) — F(X2))?
+ (0(Xa) = (X)) + 7 (a0(Xa) = F(X0)
déar
3
Z O' wgolzx + b )
k=1
Vi far
ag(z) =0(2z+3) +o(z—1) 4+ o(.5x+5)
och
LX) = §(a0(5) ~ F(5)* + § (a0(1) — F(1))?
4 (00(1.25) = F(1.25) + | (a0(2) — £(2))*
D4 har vi
LX)~ (2 3543 — 0)* + 1 (2.4892 —0.2500)?
i (2.5545 — 0.5625)° + I L (27977 — 2.9500)?
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som ger

1
L(X) ~ 7 (5.5420 + 5.0142 + 3.9681 + 0.2282)
~ 3.6883.

Kapitel 8

Ovning 8.1. Vi kommer att gi igenom detta tillsammans under lektionen.
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